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 Abstract 
Today's insurance pricing models are no longer a cost game. Insurance companies 

must learn to adapt to new technological, market and consumer complexities with 

better and more dynamic pricing if they are to maintain a competitive advantage in 

the industry. In this dissertation, we will discuss the methods that insurers use for 

pricing strategy. But, before we jump into the process, what is insurance pricing? 

Pricing, or insurance pricing, is the set of premiums set by insurance companies to a 

person (natural or legal), which consists of an exchange of service. The insured 

undertakes to pay a premium, and in exchange the insurance company will 

undertake to provide a service in the event of the occurrence of one or certain 

random events. Hazard is the beating heart of insurance, without hazard there is no 

insurance. And the fundamental principle of insurance is equality of risk, i.e., the 

risk taker (insurance) and the risk assignee (insured) are on an equal footing in terms 

of the probability of occurrence of the claim on the date of signature of the contract, 

excluding any miscellaneous costs. The aim of pricing will therefore be to ensure a 

fair and adequate premium for customers, given the fierce competition in the 

insurance industry. 

This dissertation will focus firstly on the proposal for a pricing model that will offer 

a wider field of segmentation, while guaranteeing a fair segmentation of risks to 

ensure the solvency of the company, which will be able to attract new, less risky 

customers benefiting from a lower price. And in a second place, a better prediction 

precision thanks to an optimization / minimization of the total deviance (or the total 

error) of the model, which will have the effect of minimizing the minimum capital 

required for the mathematical arrangements, as well as increased investment capital 

and improved profitability. 

Résumé  
Les modèles de tarification d'assurance d'aujourd'hui ne sont plus un jeu de coût 

majoré. Les compagnies d'assurance doivent apprendre à s'adapter aux nouvelles 

complexités technologiques, de marché et de consommation avec une tarification 

meilleure et plus dynamique si elles veulent conserver un avantage concurrentiel 

dans l'industrie. Dans ce mémoire, nous discuterons des méthodes que les assureurs 

utilisent pour la stratégie de tarification. Mais, avant de nous lancer dans le 

processus, qu'est-ce que la tarification en assurance ? La tarification, ou tarification 

de l'assurance, est l’ensemble des primes fixées par les compagnies d'assurance à 

une personne (physique ou morale), qui consiste en un échange de prestations. 

L’assuré s’engage à payer une prime, et en échange la compagnie d’assurance 

s’engagera à une prestation de service dans le cas de survenance d’un ou de certains 

évènements aléatoires. L’aléa est le cœur battant de l’assurance, sans aléa il n’y a 

pas d’assurance. Et le principe fondamental de l’assurance est l’égalité des risques, 

c’est-à-dire, le preneur de risque (assurance) et le cessionnaire du risque (assuré) 

sont sur un pied d’égalité en termes de probabilité de survenance du sinistre à la date 

de signature du contrat, excluant tout frais divers. Le but de la tarification sera donc 

d'assurer une prime adéquate pour les clients, étant donné la vive concurrence dans 

le secteur de l'assurance.  

Ce mémoire va s’intéresser dans un premier lieu à la proposition d’un modèle de 

tarification qui va offrir un champ de segmentation de prime plus large, tout en 

garantissant une juste segmentation des risques pour assurer la solvabilité de la 

compagnie, ce qui va pouvoir attirer une nouvelle clientèle moins risquée 
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bénéficiant d’un tarif moins élevé. Et dans un second lieu, une précision de 

prédiction meilleur grâce à une optimisation/minimisation de la déviance total (ou 

l’erreur total) du modèle, ce qui aura pour effet de minimiser le capital minimum 

requis pour les provisions mathématiques, ainsi qu’une augmentation du capital 

d’investissement et amélioration de la rentabilité. 
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Introduction : 
 

En fin 2013, le terme de « Big Data » fait son apparition et suscite un fort intérêt 

auprès des chercheurs académiques et les entreprises dans le milieu professionnelle. 

En effet, les techniques de « Big Data » permettent de gérer et d’accumuler de 

nouvelles données de grande taille. L’acquisition est facilitée par des systèmes 

d’information très disponibles et le coût de stockage de plus en plus faible. 

L’analyse et l’exploitation de ces données s’accompagnent très rapidement 

d’algorithmes d’apprentissage automatique.  

En 2014, Le volet d’assurance non-vie «   ASTIN (Actuarial STudies In Non-life 

insurance) »   de l’association mondiale d’actuariat (IAA) encourage les assureurs 

pour la première fois à utiliser les techniques de « big data » et les méthodes 

d’apprentissage automatique. 

 Pour mieux modéliser et gérer les risques, les assureurs dans le monde entier 

commence à utiliser  ces nouveaux modèles. En effet, ces derniers sont capables de 

manipuler des données de tout type (structurées ou non) et de différentes 

volumétries alors que les méthodes classiques de GLM présentent beaucoup de 

limites. 

Au Maroc, les méthodes GLM restent encore au cœur de la tarification en assurance 

non vie, certains assureurs jugent que ces techniques nécessitent encore des études et 

du développement pour s’adapter avec la particularité des études actuarielles, alors 

que d’autres assureurs ont déjà commencé à appliquer les techniques pour définir le 

tarif dans certaines branches. 

Etant donné sa structure, on ne peut pas évoquer l’assurance non vie au Maroc sans 

parler de la branche de l’automobile qui constitue presque la moitié de sa taille. Les 

assureurs cherchent donc d’améliorer la rentabilité de cette branche et offrir des 

tarifs concurrentiels sur les garantie annexes pour l’instant. 

Pour évaluer donc la performance de ces méthodes, nous allons donc considérer un 

portefeuille d’assurance automobile d’une compagne d’assurance marocaine.  Pour 

profiter de la fiabilité et la taille de ses données, nous allons travailler avec la 

branche de la responsabilité civile, usage touristique (A1). 

Nous allons commencer notre étude par une description du contexte de l’assurance 

au Maroc, puis nous allons présenter le principe de la tarification en assurance non-

vie. Avant d’introduire les méthodes d’apprentissage automatique, nous allons 

présenter d’abord les limites des méthodes GLM.  

Avant d’effectuer la modélisation de la prime pure à l’aide de ces algorithmes, nous 

allons effectuer un traitement spécifique des données. A la fin nous allons comparer 

ses algorithmes et évaluer leur performance.     
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Chapitre I : Principes de la tarification en assurance non-vie 
 

I. Introduction  

1. Principe de l’assurance  

L’assurance est un mécanisme de partage des risques, de sorte qu’ils se compensent 

entre eux. On parle de la mutualisation des risques. Toutefois et pour que l’ensemble 

du dispositif ne soit pas mis en péril, les risques doivent être : 

 

Pour gérer les risques, la modélisation statistique est indispensable à l’assureur. Elle 

lui permet de déterminer la probabilité de réalisation et le coût moyen des sinistres. 

A partir de ces éléments, il peut estimer le montant de la cotisation d’équilibre. On 

parle ici de la prime d’assurance, c'est-à-dire le montant moyen nécessaire pour 

compenser les risques. 

Lorsqu’un risque est trop important pour l’assureur, il a recours à deux techniques 

de division des risques qui peuvent être mises en œuvre en même temps : 

• la coassurance : qui consiste à partager proportionnellement le même risque entre 

plusieurs assureurs. 

• la réassurance : une opération par laquelle une société d’assurances (la cédante) 

s’assure elle-même auprès d’une autre société (le réassureur ou le cessionnaire) 

pour une partie des risques qu’elle a pris en charge. 

On distingue entre deux grandes branches en assurance : assurance vie et 

capitalisation et l’assurance non vie. Ces deux branches sont complétement 

différentes en ce qui concerne la structure et la modélisation des risques. En effet, 

l’assurance non-vie regroupe toutes les opérations d’assurance qui n’ont pas pour 

objet la vie de l’assuré. Elle composée des assurances de choses ou de biens, des 

assurances de responsabilité ou de dettes, et des assurances de personnes. Exemples 

: assurance automobile, assurance habitation, mutuelle santé, assurance de 

responsabilité, etc… 

Homogènes : On doit réunir un grand nombre de risques de même 
nature, qui ont les mêmes probabilités de survenance et qui 
occasionneront des débours du même ordre. 

Segmentés : il ne faut pas qu’un sinistre à lui seul puisse menacer la 
mutualité du portefeuille.

Dispersés : il faut devirsifier le portefeuille, ainsi la compensation  
pourrait avoir lieu. 
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La probabilité de survenance du sinistre, qui est le plus souvent certaine en 

assurance vie est inconnue en assurance non-vie. De plus, en assurance non-vie, le 

coût du sinistre est rarement connu à l’avance. Un modèle de sinistralité d’un 

portefeuille en assurance non-vie doit permettre de modéliser à la fois la fréquence 

de sinistres et aussi le coût de ceux-ci.  

Etant donné son caractère social et son impact sur l’ économie dans sa globalité, le 

marché d’assurance est tres reglementé. L’autorité chargé de la réglementation 

(ACAPS au Maroc) impose aux sociétés d’assurance des règles de gestion strictes 

(exemple :Solvabilité I et II à l’europe) garantissant aux assurés que l’assureur sera 

toujours en mesure d’honorer ses engagements contractuels. 

Pour promouvoir une supervision des assurances efficace et cohérente dans le 

monde, l’IAIS, « International Association Of Insurance Supervisors » est un organe 

normatif en assurance fondé en 1994 pour maintenir les marchés de l’assurance 

stables, justes et pérennes pour les assurés contribuer à la stabilité financière 

globalement. Elle développe des principes, standards internationaux et orientations 

relatifs à la supervision du secteur des assurances (les ICP par exemple). 

Pour avoir une idée sur la taille de ce marché au niveau mondial, la tableau suivant 

presente les « Top 10 des pays par primes directes souscrites en 2019 (millions de 

dollars US) 

 
 

Pays 
Les primes 

d’assurance 
vie 

Les primes 
d’assurance 

non vie 
Total Evolution 

Part du marché 
mondial 

1 United States $628,522 $1,831,601 $2,460,123 3.90% 39.10% 

2 PR China  329,432 287,967 617,399 7.4 9.81 

3 Japan  341,328 118,019 459,357 4.8 7.3 

4 United  264,221 102,022 366,243 -3.8 5.82 

5 France 167,588 94,694 262,283 -1.5 4.17 

6 Germany  101,550 142,301 243,852 -0.4 3.88 

7 South Korea  94,483 80,037 174,520 -3.3 2.77 

8 Italy 124,133 43,705 167,838 -1.4 2.67 

9 Canada  53,317 79,840 133,157 2.9 2.12 

10 Taiwan 97,423 20,401 117,823 -3.4 1.87 

 

Tableau 1 : Top 10 des pays par primes directes souscrites en 2019 

2. Marché d’assurance au Maroc  

Au Maroc, le chiffre d'affaires (CA) du secteur des assurances a atteint 44,7 

milliards de dirhams (MMDH) en 2019, permettant au Royaume de conserver la 

deuxième place en Afrique et la troisième dans le monde arabe.  

Les tableaux suivants présentent des chiffres clés pour ce marché pour l’année 2020 

(source : ACAPS) :  

• Activité technique : 
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Activité technique 

 Assureurs directs  Réassureurs exclusifs 

Primes émises 45,1 Gdhs (+1%)  

Primes acceptées 560,4 Mdhs (+171,6%) 2,4 Gdhs (+31,7%) 

Prestations et frais 37,1 Gdhs (-2,3%) 1,6 Gdhs (+31,1%) 

Charges techniques 
d'exploitation 

9,3 Gdhs (+2,3%) 254,5 Mdhs (-1,8%) 

Dont commissions versées aux 
intermédiaires 

3,8 Gdhs (+0,5%) 928,8 Kdhs (+42,1%) 

Solde de réassurance 1,2 Gdhs (+10,1%) 512,1 Mdhs (+175,2%) 

Provisions techniques 171 Gdhs (+6,8%) 11,5 Gdhs (+2,8%) 

• Activité financière : 

 

Activité financière 

 Assureurs directs Réassureurs exclusifs 

Solde financier 6,1 Gdhs (-23,1% 456,7 Mdhs (+2,4%) 

Placements affectés 173,5 Gdhs (+5,5%) 9,9 Gdhs (-2,7%) 

• Résultats et fonds propres : 

 

Résultats et fonds propres 

 Assureurs directs Réassureurs exclusifs 

Résultat technique net 4,3 Gdhs (-12,6%) 409,5 Mdhs (-1,9%) 

Résultat non technique -406 Mdhs (-424,5%) 17,7 Mdhs (+155,8%) 

Résultat net 2,9 Gdhs (-21%) 318 Mdhs (+11,7%) 

Fonds propres 40,1 Gdhs (+5%) 3,2 Gdhs (+3,3%) 

Tableau 2 : Chiffres clés d’assurance pour l’année 2020 

Les figures suivantes, présentent l’évolution des affaires directe entre 2018 et 2020 

et la structure des affaires directes. 

 

Figure 1 : L’évolution des affaires directes entre 2018 et 2020 
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Figure 2 : La structure des affaires directes 

 

 

Figure 3 : Poids du secteur automobile dans l’assurance non-vie 

Ces figures reflètent l’effet de la crise liée à la pandémie de Covid19, l’évolution des 

affaires directes est passée de 8.6% en 2018-2019 à 1% en 2019-2020. Or, les 

assurances non vie résistent bien aux effets de la crise et enregistrent une hausse de 

2,2% à 24,7 milliards de dirhams. Selon l’acaps elles profitent à la fois de l’apport 

de la nouvelle garantie contre les conséquences d’événements catastrophiques et de 

la bonne performance de l’assurance « incendie et éléments naturels ». Quant aux 

assurances « Automobile » et « Accidents corporels », principale locomotive de la 

branche, elles voient leur activité marquer une quasi-stagnation. 

On peut remarquer aussi en analysant les deux dernières figures que l’automobile est 

la branche la plus importance en assurance non vie. L’importance de cette branche 

d’assurance s’explique en grande partie par l’obligation d’assurance automobile 

minimale en responsabilité civile dite au tiers. 

Automobile

Accidents du travail et
maladies professionneles

Maladie-maternité-
accident corporels

Incendie

Assistance-credit caution

Autres
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Pour rester dans le cadre de notre problématique, ces statistiques expliquent notre 

choix de l’automobile comme exemple d’application des méthodes de machine 

learning dans l’assurance non vie. 

L’automobile est composée de la RC et d’autres garanties annexes (brise de glace, 

vols …). Pour profiter de la taille, la disponibilité et la fiabilité des données de la RC 

nous décidons de travailler sur un portefeuille de cette branche. Le principe reste 

presque le même pour les autres garanties.  

Avant de commencer de parler de la tarification, nous présentons dans la partie 

suivante le cadre légal de la tarification de la RC au Maroc. 

3. Cadre légal de la tarification automobile au Maroc 

En 2006, le Maroc a décidé de déréglementer la branche RC automobile tout en 

mettant à la disposition des assureurs des dispositions relatives aux tarifs. La 

circulaire de l’ACAPS du 12 janvier 2016 détaille ces critères au niveau du : 

Chapitre VII : Dispositions relatives aux tarifs. 

Dans ce chapitre, l’article 146 décrit les critères de détermination des primes pures 

de la catégorie d’assurance « responsabilité civile » des véhicules terrestres à 

moteur. Parmi ces critères on peut citer : 

• L’usage  

• La puissance fiscale et le type de combustion 

• Le poids total en charge 

• Le nombre de places 

• La cylindrée et le nombre de roues pour les véhicules à deux ou trois roues 

• La localisation géographique du risque 

• Application d’un coefficient de réduction – majoration … 

A cause de son effet sur la branche non vie, malgré la libéralisation des prix, les 

tarifs de la Responsabilité civile (RC) sont restés fixes depuis 2006. Les compagnies 

d'assurances se lancent par contre à une concurrence acharnée au niveau des services 

et garanties annexes.  

 

II. Principes de la tarification en assurance non-vie 

1. Introduction 

Dans cette partie nous cherchons à présenter de manière générale le principe de la 

tarification en assurance non vie en particulier dans le cas de l’assurance automobile. 

On peut diviser la tarification en assurance non vie en deux grandes parties 

complémentaires : la première partie concerne la construction d’une base de données 

fiable, la deuxième partie concerne la modélisation de la fréquence et le coût des 

sinistres ensuite, le calcul de la prime (à priori et à posteriori). 

Commençons d’abord par comprendre le cadre théorique et mathématique de la 

tarification. 
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2. Modélisation mathématique 

Dans cette partie nous cherchons de présenter le modèle collectif : 

Soit 𝜔 un groupe de contrats, son cardinal est compris entre 1 et le nombre de 

contrats du portefeuille d'une entreprise d'assurance dans une branche donnée. Les 

contrats sont indistincts dans cette branche, c'est à dire que l'on considère qu'ils sont 

tous identiques (d'où l'importance la segmentation du portefeuille). 

Dans le modèle collectif (ou composé), la charge sinistre 𝑆 est en fonction du 

nombre de sinistres 𝑁 et des montants de ceux ci 𝑋𝑖.  

On définit la Charge du sinistre de la classe 𝜔 dans le modèle collectif comme suit : 

Soit 𝑆 la charge sinistre de la classe 𝜔. 

𝑆 =∑  

𝑁

𝑖=0

𝑋𝑖 

Avec : 𝑁 :  une variable aléatoire à valeurs entières égale au nombre de sinistres sur 

une période de temps [0; 𝑡]  

 𝑋 = (𝑋𝑖)𝑖≥0 : les montants individuels de ces sinistres dans l'ordre de survenance, 

avec la convention  𝑋0 = 0,.  

Pour utiliser facilement ce modèle, deux hypothèses doivent être vérifiés : 

• Hypothèse 1 : Indépendance entre la fréquence et le coût des sinistres, càd les 

variables aléatoires 𝑁 et (𝑋𝑖)𝑖=1 sont supposées indépendantes.  

• Hypothèse 2 : Indépendance et stationnarité des montants de sinistres. Les 

(𝑋𝑖)is  sont indépendantes et ne varient pas avec le temps. 

Or, il est évident que les coûts de ces sinistres sont fortement impactés sur une durée 

longue (avec l'inflation, par exemple), ce qui contredit l'hypothèse2. Elle peut tout 

de même s'appliquer avec actualisation des montants (d’où l’importance de la 

projection).  

De même, pour travailler dans le cadre de la première hypothèses le portefeuille 

étudié doit être vraiment homogène. 

On montre que (voir : Frédéric PLANCHET, « ASSURANCE NON VIE, Le 

modèle collectif)   la fonction de répartition de 𝑆 est : 

• Si 𝑋 est à valeurs dans ℝ : 

𝐹𝑆(𝑥) = ∑  

+∞

𝑛=𝑑

𝑃(𝑁 = 𝑛)𝐹∗𝑛(𝑥) 

En général, le calcul de la fonction de répartition de X pose beaucoup de problèmes. 

En fait, c'est le seul résultat qui permet de connaitre la distribution de 𝑆.  
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• Si 𝑋 est à valeurs dans N : 

𝑃(𝑆 = 𝑥) = ∑  

+∞

𝑛=𝑑⃗

𝑃(𝑁 = 𝑛)𝑃𝑥
∗𝑛(𝑥) 

Dans ce cas, il est possible de calculer les probabilités P(𝑆 = 𝑥), mais il est très 

difficile de résoudre ces problèmes lorsque 𝑁 → +∞. Les méthodes analytiques se 

sont utilisées juste pour obtenir de résultats facilement utilisables sur les moments de 

𝑆. 

On montre aussi : si le premier moment de 𝑁 et de 𝑋 existent, on a : 

𝐸(𝑆) = 𝐸(𝑁)𝐸(𝑋) 

Et si les deux premiers moments de N et de X existent, alors en appliquant l'équation 

de décomposition de la variance on obtient : 

𝑉(𝑆) = 𝐸(𝑁)𝑉(𝑋) + 𝑉(𝑁)𝐸2(𝑋) 

Ainsi la première l'égalité donne la relation entre Prime pure 𝐸(𝑆), et Fréquence 

Moyenne 𝐸(𝑁) fois le Coût Moyen 𝐸(𝑋). C'est le seul résultat facilement utilisable 

lorsqu'il s'agit de calculer des primes d'assurance 

Il est impossible d'utiliser les calculs analytiques présentés ci-dessus pour calculer la 

distribution de la charge globale, ce qui empêche aussi les calculs de probabilités de 

ruine, de charges de réassurance... Par contre, il existe Un certain nombre de 

techniques permettent d’approximer la loi de la charge globale de sinistres dans le 

modèle collectif. En peut citer : La Fast Fourier Transform (FFT), l’approximation 

Gamma de Bowers et l’algorithme de Panjer.  

3. Tarification à posteriori et tarification à priori 

En général, on distingue entre la tarification à priori et a posteriori. L’objectif est de 

séparer les différents assurés de la base de données en plusieurs classes considérés 

comme homogènes car l’hétérogénéité pose des problèmes, notamment celui 

d’antisélection. 

Supposons que nous ne segmentions pas suffisamment notre portefeuille, et que 

nous appliquions la même prime pure à tous les assurés. Alors les mauvais risques 

seront plus enclins à se faire assurer alors que les bons risques, jugeant la prime trop 

chère, iront voir les autres assureurs.  

 

                                                      Départ des bons risques 

 

Arrivée des mauvais risques 

Assureur A 

Pas de segmentation 

Assureur B 

Segmentation 
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Ainsi le résultat de l’assureur A va donc se dégrader peu à peu. Il peut même tomber 

dans la ruine.  

On parle de classes « a priori » lorsque la segmentation est réalisée à partir d’une 

information disponible portant sur l’assuré (âge, sexe, zone…). On parle de classes « 

a posteriori » si la segmentation considère l’historique de sinistralité de l’assuré (on 

parle ici du coefficient de réduction majoration).  

La tarification a posteriori est en lien direct avec la théorie de la crédibilité :  

La théorie de la fluctuation limitée est la première approche de crédibilité qui a été 

utilisée pour mettre à jour les primes individuelles de la sinistralité individuelle 

observée. 

Cette approche consiste à tarifer le contrat 𝑛∘𝑗 pour la ( 𝑡 + 1 )-ème année par : 

(1 − 𝑍𝑡)𝑝̂ + 𝑍𝑡𝑗𝑝‾𝑡 

Où  𝑗𝑝‾𝑡 =
1

𝑡
∑𝑠=1
𝑡  𝑗𝑝𝑠 ∶ moyen des primes sur la période [0,t]. 

Le coefficient 𝑍 est appelé facteur de crédibilité. 

Notre objectif est de fixer 𝑍 de manière à ce que les variations aléatoires de la prime 

restent limitées dans le temps. Deux situations sont possibles : 𝑍 = 1, on parle de 

crédibilité totale. Si 𝑍 ∈]0; 1[, on parle alors de crédibilité partielle. 

On parle de crédibilité totale lorsque la prime pour la (𝑡 + 1) -ème période dépend 

exclusivement de la sinistralité propre de l'assuré observée sur les 𝑡 premières 

périodes. La prime vaut donc 𝑗𝑝‾𝑡. 

La question qui se pose à ce niveau : à partir de quelle exposition au risque, peut-on 

appliquer à un assuré une prime basée exclusivement sur sa propre expérience ?  

Au Maroc la tarification à posteriori s’effectue à l’aide d’un coefficient de réduction 

majoration : 

En effet, l’ACAPS oblige les assureurs marocains de tenir en compte des 

antécédents de sinistralité de l’assuré en multipliant le montant ainsi obtenu par un 

coefficient de réduction – majoration fixé dans circulaire n° 01/AS/17 du 12 janvier 

2016 relative au secteur des assurances. 

4. Les charges 

Dans cette partie nous cherchons à comprendre pourquoi il faut toujours ajouter à la prime pure 

calculé des charges. Nous utiliserons le modèle de Cramer-Lundberg en théorie de la ruine. Ce 

modèle décrit par un processus aléatoire l'état des réserves d’une compagnie d'assurance.  

On considère ce modèle en temps continu. Soit : 
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• (𝑁𝑡)𝑡∈ℝ+  : le nombre de sinistres, il est modélisé par un processus de Poisson 

d’espérance 𝜆 constante. 

• (𝑋𝑖)𝑖∈ℕ∗ Les montants de sinistres, i.i.d  de moyenne 𝜇, 

• Les processus (𝑁𝑡)𝑡∈ℝ+ et (𝑋𝑙)𝑖∈𝑁∗ sont indépendants 

• 𝑐 > 0 Le taux de prime, déterministe et constant 

• 𝑢 ≥ 0 Le la ressource initiale de l’assureur, déterministe et constante. 

• Les temps inter-sinistres : 𝑇𝑙 = 𝑡𝑖 − 𝑡𝑙−1 , des variables aléatoires i.i.d. de loi 

exponentielle de paramètre 𝜆.  

La charge cumulée de sinistres l'instant 𝑡 est donc : 

𝑆𝑡 =∑  

𝑁𝑡

𝑖=1

𝑋𝑖 

On définit le processus de surplus, qui décrit l'état des richesses de l’assureur à 

l’instant 𝑡, pour 𝑡 ∈ ℝ+ : 

{
𝑈0 = 𝑢
𝑈𝑡 = 𝑢 + 𝑐𝑡 − 𝑆𝑡

 

 

Figure 4 : L'état des réserves d’une compagnie d'assurance 

Dans le cas schématisé dans la figure précédente, la ruine de la compagne se produit 

en 𝑡3.. A horizon un an, les primes reçues sont égales à 𝑐 et la perte est 𝐸[𝑆1]. On 

peut donc considérer un coefficient de sécurité 𝜂 avec : 

𝑐 = (1 + 𝜂)𝐸[𝑆1], ce coefficient 𝜂 > 0 permet donc de garantir qu'en moyenne la 

prime reçue sera supérieure a la perte attendue. Or : en gardant les mêmes notations 

de la partie de la modélisation mathématique, on trouve : 

  𝐸[𝑆1] = 𝜆𝜇 
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Alors le chargement de sécurité est défini par : 

𝜂 =
𝑐 − 𝜆𝜇

𝜆𝜇
 

Pour justifier la condition : 𝜂 > 0, càd 𝑐 > 𝜆𝜇, nous avons le lemme suivant : 

« Si 𝑐 ≤ 𝜆𝜇 alors la ruine est presque sûre » 

Soit 𝜏 la variable concrétisant le temps de ruine : 𝜏 = i  {𝑡 ≥ 0: 𝑈𝑡 < 0} avec : inf 

{∅} = +∞. La probabilité de ruine peut être défini comme suit : 

 

 En temps fini :                𝜓(𝑢, 𝜂; 𝑡) = ℙ[𝜏 ≤ 𝑡] = ℙ[∃𝑠 ∈ [0, 𝑡]: 𝑈𝑠 < 0] 

En temps infini :  𝜓(𝑢, 𝑛) = lim
𝑡→∞

 𝜓(𝑢, 𝜂; 𝑡) = ℙ[𝜏 < ∞] = ℙ[∃𝑠 ≥ 0:𝑈𝑠 < 0] 

Ce qui justifie l’implication suivante : 

𝜂 ≤ 0 ⇒ 𝑐 ≤ 𝜆𝜇 ⇒ 𝜓(𝑢, 𝑛) = 1 

On peut même écrire : 𝐸[𝑆𝑡] = 𝐸[𝑁𝑡]𝐸[𝑋] = 𝑡𝜆𝜇, avec 𝐸[𝑈𝑡] = 𝑢 + (𝑐 − 𝜆𝜇)𝑡. 

Pour fixer les idées, Si 𝜂 > 0 alors la ruine reste possible (par contre sa probabilité 

de survenance diminue considérablement). Ainsi on comprend que la prime pure 

(matérialisée par 𝜆𝜇 ) ne suffit pas et qu'il est indispensable d'ajouter (𝜂) des 

charges. 

III. Les apports du machine learning dans la tarification en assuranc non-vie 

L'objectif de cette section est de montrer les enjeux mathématiques et économiques 

de la tarification par les méthodes de machine learning. Nous commençons d’abord 

par présenter les limites des méthodes actuelles d'estimation de la prime actuarielle. 

Ces limites conduisent à la deuxième sous-partie consacrée au machine learning.  

1. Initiation aux méthodes de machines/Deep Learning  

L’apprentissage automatique est l’ensemble des méthodes mathématiques et 

statistiques qui permettent de donner à la machine la capacité d’apprendre à partir de 

données et d’améliorer sa performance de prédiction et de prise de décision. 

On peut utiliser ces méthodes dans les études statistiques et actuarielles pour faire la 

régression, des classifications, partitionnement de données et la réduction de 

dimensions. 

Ces méthodes d’apprentissage automatique sont à la croisée de plusieurs disciplines:  
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On distingue entre un apprentissage automatique : 

 

Supervisé 

On dispose d’une base de données et pour chaque 

observation une valeur cible associée ; il faut apprendre un 

modèle capable de prédire la bonne valeur cible d’une 

nouvelle observation. 

Non supervisé 

On dispose d’un ensemble d’observations sans aucune 

valeur cible associée ; il faut apprendre un modèle capable 

d’extraire les régularités (des patterns) présentes au sein des 

données pour visualiser ou appréhender leur structure. 

Par renforcement 

L’objectif est d’apprendre un modèle capable de prédire la 

meilleure décision à prendre étant donné un état de 

l’environnement (politique ou stratégie) . 

 

Semi-supervisé 

Même principe, mais on dispose d’un petit ensemble 

d’objets avec pour chacun une valeur cible associée et d’un 

plus grand ensemble d’objets sans valeur cible  

 

On distingue aussi entre des méthodes de machine learning (régression 

linéaire, CART …) et des méthodes de deep learning (les réseaux de 

neurones) . 

Pour plus de généralités sur ces méthodes , merci de se référer à 

« Introduction au Machine Learning ,Chloé-Agathe Azencott » 

2.  Les limites des Modèles Linéaires Généralisés 

Les modèles GLM sont des extensions du modèle linéaire simple. Ils permettent à la 

fois de modéliser des relations non-linéaires (grâce aux fonctions de liens) et des 

distributions de résidus non-gaussiens (voir McCullagh et Nelder (1989)).  

Les statistiques : pour l’inférence de modèles à
partir de données.

Les probabilités : pour modéliser l’aspect
aléatoire inhérent aux données et au problème
d’apprentissage.

L’optimisation : pour optimiser les algorithmes
L’informatique : puisqu’il s’agit de programmer
des algorithmes et parfois ceux-ci peuvent être
de grande .
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Comme on va détailler dans la suite de ce mémoire, Les modèles GLM bénéficient 

d'un cadre théorique qui permet d'effectuer des tests statistiques pour évaluer la 

qualité du modèle. Toutefois, Comme tous les modèles de la statistique 

paramétrique, les modèles GLM possèdent deux limites qui réduit leurs capacités 

prédictives.  

On parle ici de la détection et la modélisation d'interactions entre les variables 

quantitatives ou qualitatives et la modélisation de la prime en fonction de variables 

quantitatives (l'âge, la puissance). Dans un modèle GLM, les interactions doivent 

être spécifiées à priori par le statisticien. Si celui-ci dispose de 8 variables 

explicatives prenant chacune 10 valeurs, il existe 108 d'interactions possibles 

auxquelles il faut tester la significativité.  

En général, dans le cadre de la statistique paramétrique, les résultats des modèles 

sont produits avec une bonne précision (sur la valeur estimée et son erreur) mais 

avec des fortes hypothèses sur la structure de risque, des hypothèses qui ne reflètent 

pas forcément à la réalité des données du secteur. 

3. Les apports du machine learning 

La théorie de l'apprentissage statistique ne formule qu'une seule hypothèse : les 

données à prédire 𝑌, sont générées de façons i.i.d par un processus 𝑃 à partir du 

vecteur des variables explicatives 𝑋. 

Le but est de construire un algorithme capable de prédire la valeur de 𝑌 en fonction 

des éléments de 𝑋 (càd approcher numériquement 𝐸[𝑌 ∣ 𝑋]). Le résultat de cet 

apprentissage est de simuler la fonction 𝑓𝑤(𝑋), avec 𝑤 un paramètre de complexité 

(le nombre de neurones dans un réseau de neurones ou le nombre de nœuds dans un 

arbre de décision…). Comme on va montrer dans le cadre d’algorithme CART et les 

réseaux de neurones, cette fonction devient de plus en plus complexe avec 

l’apprentissage de l'algorithme, elle permet de détecter les différentes paternes et 

modéliser les singularités de la structure des données (notamment les relations non 

linéaires). Le critère d'arrêt correspond à l'étape où la complexification du modèle 

conduit à diminuer ses performances de prédiction sur une autre base de données. 

On parle du surapprentissage.  

Pour mesurer les performances d'un modèle, on définit une fonction de risque 

𝑅(𝑌, 𝑓𝑤(𝑋)). Celle-ci mesure l’écart entre Y et l’estimation 𝑓𝑤(𝑋). 

Si 𝑌 est une variable quantitative, on distingue entre : 

𝑅(𝑌, 𝑓𝑤(𝑋)) = {
(𝑌 − 𝑓𝑤(𝑋))

2
 erreur quadratique 

|𝑌 − 𝑓𝑤(𝑋)|  erreur absolue 
 

Mesurer l'erreur commise sur une base de données indépendante de la base ayant 

servie à simuler 𝑓𝑤(𝑋)  est très utile pour quantifier la qualité d’ajustement. On 

définit cette erreur comme étant l'espérance de l’erreur sur une base indépendante 

𝐵test  : 
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𝐸𝑟𝑟test = 𝐸[𝑅(𝑌, 𝑓𝑤(𝑋)) ∣ 𝐵test ] 

On peut aussi définir l’erreur d’apprentissage : 

𝐸𝑟apprentissage =
1

𝑁
∑  

𝑥𝑖,𝑦𝑖∈𝐵apprentissage 

𝑅 (𝑦𝑖, 𝑓𝑤(𝑥𝑖)) 

On utilise souvent la technique de la validation croisée qui permet d'ajuster des 

modèles qui minimisent 𝐸𝑟𝑟test . Cette méthode consiste, lorsque la base de données 

est suffisamment volumineuse, à la découper en trois parties.  

Apprentissage Validation Test 

 

La première base appelée base d'apprentissage est utilisée pour la construction de la 

fonction 𝑓𝑤(𝑋). La seconde, appelée base de validation, permet de définir 𝑤 qui 

minimise l'erreur 𝐸𝑟𝑟validation = 𝐸[𝑅(𝑌, 𝑓𝑤(𝑋)) ∣ 𝐵validation ]. La dernière base, 

appelée base de test, permet de mesurer l'erreur ( 𝐸𝑟𝑟test ), elle utile pour comparer 

les performances de plusieurs algorithmes. 

 

 

IV. Traitements et analyse des données 

1. Introduction 

 

En général, la phase du traitement et l’analyse des données constitue une étape 

primordiale de la tarification. Comme elle peut consommer un temps considérable et 

en comprenant son impact sur la modélisation et le calcul de la prime pure, les 

assureurs commencent de plus en plus à accorder plus d’importance à la constitution 

et la manipulation des grandes bases de données surtout avec l’émergence et la 

disponibilité des outils informatiques plus performants et capables de compiler des 

algorithmes très sophistiques. 

2. Description de la base de données 

 

Les bases de données utilisées dans ce mémoire sont celles de la production et des 

sinistres d’un portefeuille d’assurance automobile d’une compagne d’assurance 

marocaine pour une profondeur de 20 ans, pour optimiser le temps du calcul des 

algorithmes nous allons utiliser dans la partie de la modélisation de la fréquence et 

du coût moyen les données de 7 exercices du 01/01/2012 au 31/12/2018. La totalité  

de la base de données sera utiliser dans la projection des coûts à l’ultime.  

On rappele que la garantie étudiée est la responsabilité civile pour l’usage tourisme 

(A1). La base sinistre contient les informations relatives aux sinistres : la date de 
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survenance du sinistre, sa référence (catégorie/exercice/numéro du sinistre), son type 

(corporel ou matériel), et son coût projeté à l’ultime. La base production quant à elle, 

contient les informations relatives au contrat, au client et au véhicule. Le tableau 

suivant présente les variables tarifaires utilisé dans l’étude : 

Contrat Client/conducteur Véhicule 

La référence 

L’ancienneté du contrat 

Les quittances relatives au 

contrat avec leur date d’effet et 

date d’échéance. 

 

Age de l’assuré 

Sexe de l’assuré 

CRM 

Age du véhicule 

Puissance fiscale 

Combustible 

Tableau 3 : Variables tarifaires 

Les bases de données ont été nettoyées des anomalies pour éviter toute erreur qui 

biaisera nos modèles. Les différents traitements effectués sont présentés comme 

suit : 

Pour la variable ville, nous affectons quelques petites villes à d’autres villes 

principales voisines. 

Correction du sexe conducteur à partir des informations sur le client (nom et sexe 

client) et correction des dates de la première souscription du contrat vides par la date 

d’émission de la première quittance émise. 

Suppression des observations si : 

• Age du conducteur < 18 ans (>86 ans ou manquant) ; 

• Age du véhicule <0 (>50 ans ou manquant) ; 

• Age du conducteur ≤ ancienneté du permis ; 

• Age du conducteur ≥ ancienneté du permis et la différence <18 ans ; 

• Les valeurs manquantes pour la variable « puissance fiscale ». 

Si ancienneté du contrat < 0 alors ancienneté du contrat = 2 ans (médiane sur 7 ans). 

Si la variable combustible est vide alors le combustible est Diesel. (c’est le 

combustible le plus présent dans le portefeuille ) 

3. Analyse graphique 

L’analyse graphique est une étape très importante dans le traitement d’un problème 

statistique car il donne des informations et des indications sur les résultats attendus 

et surtout la qualité de celles-ci. Dans notre cas, ce genre d’analyse nous aidera à 

avoir une première idée sur la qualité et la fiabilité des données. 

Cette analyse nous permettra aussi de justifier notre étude séparée des deux 

segments de la branche RC à savoir la RC corporelle et la RC matérielle. 
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Les deux premières figures montrent respectivement l’évolution de la fréquence et le 

coût en fonction de l’âge du conducteur. Les deux dernières figures schématisent 

cette évolution par ville. 

 

Figure 5 : Fréquence par âge conducteur 

 

 

Figure 6 : Coût par âge conducteur 
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Figure 7 : Fréquence par ville 

 

Figure 8 : Coût moyen par ville  
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En analysant les graphes précédents, les résultats obtenus sont fidèles à la réalité. On 

peut affirmer que les données sont assez fiables pour continuer notre étude. 

Dans la suite de ce mémoire, nous traitons séparément la RC corporelle et la RC 

matérielle.      

4. Analyse de la corrélation  

En général, avant d’adopter un modèle paramétrique ou de mettre en œuvre des 

méthodes d’apprentissage automatique, il est indispensable d’analyser les liens entre 

les variables.  

Il existe plusieurs méthodes : (ACP, ACM…), dans notre cas et pour faciliter 

l’interprétation des résultats, nous utiliserons à la fois le test de Khi2 pour vérifier 

l’existence d’une dépendance entre deux variables et le coefficient V de cramer pour 

comparer l’intensité du lien entre ces dernières.  

Cette approche consiste à comparer les effectifs réels des croisements des modalités 

des deux variables avec les effectifs théoriques en cas d'indépendance de ces deux 

variables. 

 

Tableau 4 : Tableau de contingence 

Pour cela, on construit un indice 𝜌 mesurant l'écart constaté entre les effectifs réels 

et les effectifs théoriques. 

𝜌 = ∑𝑖,𝑗  
(𝑛𝑖𝑗 − 𝑛𝑝𝑖𝑗)

2

𝑛𝑝𝑖𝑗
 

Où 𝑛𝑖𝑗 représente l’effectif observé des individus possédant la modalité i de la 

variable X et la modalité 𝑗 de la variable Y , n ∶ l’effectif total observé, 𝑝𝑖𝑗 est la 

probabilité d'obtenir une observation possédant la modalité i de X et la modalité 𝑗 de 

Y lorsqu'elles sont indépendantes, 𝑛𝑝𝑖𝑗 égale à l’effectif théorique des individus 

possédant la modalité i de X et la modalité 𝑗 de Y. 

Dans ce genre d’études on utilise en général des techniques de test d’hypothèses et 

d’inférence statistique,  
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Hypothèses à tester:  H0: {les deux variables qualitatives sont indépendantes} contre H1: {les 

deux variables qualitatives sont dépendantes} . 

On utilise la statistique D = ∑𝑖,𝑗  
(Nij−npij)

2

npij
 . Sous H0 ,On sait que D ⟶ 𝜒(r−1)(s−1)

2   

Le 𝑉 de Cramer est défini par :  

𝑉 = √
𝜒2

𝜒2𝑚𝑎𝑥
= √

𝜒2

𝑛 × [min(𝑟, 𝑠) − 1]
 

Avec : 𝜒2max théorique est égal à l'effectif total multiplié par le min(nombre de 

lignes , nombre de colonnes) moins 1. 

Plus V est proche de zéro, moins les variables étudiées sont dépendantes, il est égal à 

1 lorsque les deux variables sont complètement dépendantes, car dans ce cas le 𝜒2 

est alors égal au 𝜒2  max. 

Pour le segment RCC on trouve : 

  ville_carte combus valmax sexe Age_veh Age_cond Anc_permis Anc_contrat CRM 

garantie 0.00% 0.00% 0.00% 0.00% 0.00% 0.00% 0.00% 0.00% 0.00% 

ville_carte   

  

  

  

  

  

  

  

5.10% 3.46% 6.02% 2.78% 1.64% 2.96% 1.36% 2.85% 

combus   

  

  

  

  

  

  

6.17% 17.18% 14.91% 7.24% 9.38% 1.20% 5.78% 

valmax   

  

  

  

  

  

14.44% 20.27% 4.68% 5.31% 3.21% 2.81% 

sexe   

  

  

  

  

23.08% 8.07% 6.46% 1.47% 3.88% 

Age_veh   

  

  

  

2.56% 3.07% 18.08% 15.27% 

Age_cond   

  

  

44.79% 11.42% 15.43% 

Anc_permis   

  

10.54% 16.65% 

Anc_contrat   37.81% 

Pour le segment RCM :  

 

 

 

 

 

 

Pour un seuil de 50% on peut garder toutes les variables. 

4. Projection des sinistres à l’ultime 

  ville_carte combus valmax sexe Age_veh Age_cond Anc_permis Anc_contrat CRM 

garantie 0.00% 0.00% 0.00% 0.00% 0.00% 0.00% 0.00% 0.00% 0.00% 

ville_carte   

  

  

  

  

  

  

  

5.75% 4.39% 15.52% 12.82% 1.67% 3.86% 2.20% 5.09% 

combus   

  

  

  

  

  

  

7.08% 17.18% 15.12% 7.60% 9.39% 1.57% 5.78% 

valmax   

  

  

  

  

  

6.06% 8.51% 5.30% 6.55% 2.74% 1.79% 

sexe   

  

  

  

  

24.94% 8.20% 6.57% 1.71% 3.88% 

Age_veh   

  

  

  

2.46% 3.17% 15.78% 15.66% 

Age_cond   

  

  

41.54% 11.72% 16.70% 

Anc_permis   

  

8.83% 16.77% 

Anc_contrat   38.99% 
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Vu le développement long de la branche RC, les coûts des sinistres utilisés pour la modélisation 

du tarif sont les coûts projetés et ceci pour prendre en considération les sinistres tardifs. 

Il existe beaucoup de méthodes pour mener ce genre d’études, en distingue entre les 

méthodes déterministes et les méthodes stochastiques 

Les méthodes déterministes se basent en général sur la cadence de développement 

des sinistres, elles sont faciles à mettre en œuvre. On peut citer : la méthode Chain 

Ladder, Chain Ladder pondérée, méthode de Vylder, Coût moyen, Taylor 

inflation…. Les provisions obtenues convergent toutes vers Chain Ladder qui est la 

méthode de référence pour toutes les compagnies d’assurance. Or, ces modèles ne 

donnent pas une distribution prédictive des provisions.  

Les modèles stochastiques intègrent un caractère aléatoire qui capte l’écart entre le 

modèle théorique et les règlements observés. Nous obtenons ainsi l’intervalle de 

confiance, la distribution et l’écart type des provisions : les modèles de Thomas 

Mack, la régression log-normale, le GLM et le Bootstrap. 

Aujourd’hui, L’émergence et le développement continue des méthodes de machine 

Learning offre une nouvelle voie aux assureurs dans le cadre du calcul des 

provisions non-vie.  

Pour plus de détails sur ces méthodes, merci de se référer à « Salma Jamal et al , 

Machine Learning & Traditional Methods Synergy in Non-Life reserving-ASTIN 

2018 Working Party » 

Vu la qualité de nos données, nous utilisons la méthode Chain Ladder, une méthode 

fréquemment utilisée car elle est facile à mettre en œuvre, elle s’applique à 

différents types de triangle (règlement, charge, nombre de sinistres…), et donne une 

estimation ponctuelle de la provision. 

Hypothèses du modèle : 

• (H1) : Il existe une relation de proportionnalité entre les montants cumulés, 

d’une année de développement à la suivante : 

𝐶𝑖,𝑗+1  = 𝑓𝑗 ⋅ 𝐶𝑖,𝑗 

• (H2) : Le coefficient de proportionnalité d’une année de développement 𝑓𝑗 est 

identique pour toutes les années de survenance 𝑖. 

La première étape consiste à construire un triangle des règlements cumulés : 
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                𝑗 
𝑖 

1 2 ⋯ ⋯ 𝑛 

1 𝐶1,1 𝐶1,2 ⋯ ⋯ 𝐶1,𝑛 

2 𝐶2,1 ⋱    

⋮ ⋮  ⋱   

𝑛 − 1 𝐶𝑛−1,1 𝐶𝑛−1,2    

𝑛 𝐶𝑛,1     

Ensuite on calcule les facteurs de développement, ces facteurs de développement 

d’une année de développement à une autre, sont considérés communs à toutes les 

années de survenance. On peut les estimer par la formule suivante : 

 

𝑓𝑗 =
∑ 𝐶𝑖,𝑗+1
𝑛−𝑗
𝑖=1

∑ 𝐶𝑖,𝑗
𝑛−𝑗
𝑖=1

 

Il faut calculer aussi les règlements cumulés futurs par année de survenance à partir 

des facteurs de développement, la partie inférieure du triangle est remplie en 

appliquant le modèle : 

 

𝐶̂𝑖,𝑛−𝑖+𝑝 = 𝐶𝑖,𝑛−𝑖 ∏ 𝑓𝑗

𝑛−𝑖+𝑝

𝑗=𝑛−𝑖

      , 𝑝 ∈ [1, 𝑛] 

 

 

 

𝑗 1 2 ⋯ 𝑛 − 1 𝑛 
𝑖 
1 𝐶1,1 𝐶1,2 ⋯ ⋯ 𝐶1,𝑛 

2 𝐶2,1 ⋱   𝐶̂2,𝑛 

⋮ ⋮  ⋱   

𝑛 − 1 𝐶𝑛−1,1 𝐶𝑛−1,2   𝐶̂𝑛−1,𝑛 

𝑛 𝐶𝑛,1 𝐶̂𝑛,2 ⋯ ⋯ 𝐶̂𝑛,𝑛 

 

 

 

Il est utile d’inclure un facteur queue pour les branches à développement long. Il 

peut être estimé par différentes méthodes : 

Premièrement, avec un calcul simple 

 𝑓𝑢𝑙𝑡 =
𝑆1,𝑛 

𝐶1,𝑛
 

 

× 𝑓1 × 𝑓𝑛 − 1 
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𝑆1,𝑛: la charge totale des sinistres survenus dans la plus ancienne année et vue à 

l’exercice en cours . 

 

La deuxième méthode repose sur l’ajustement des facteurs de développement par un 

modèle paramétrique. Il existe trois régressions linéaires souvent utilisées pour 

extrapoler les facteurs de développement : 

 

Modèle Equation de 𝑓𝑗 Forme linéaire 

Exponentielle 𝑓𝑗 =  1 + 𝑒
𝑎×𝑗+𝑏 ln(𝑓𝑗 − 1) = 𝑎 × 𝑗 + 𝑏 

Puissance 𝑓𝑗 = 𝑒
𝑒𝑎×𝑗+𝑏 ln(ln (𝑓𝑗)) = 𝑎 × 𝑗 + 𝑏 

Puissance inverse 𝑓𝑗 =  1 + 𝑒
𝑎×𝑙𝑛(𝑗)+𝑏 ln(𝑓𝑗 − 1) = 𝑎 × ln(𝑗) + 𝑏 

 

Le facteur queue est ainsi : 𝑓𝑢𝑙𝑡 = ∏ 𝑓𝑗   𝑗≥𝑛       

Et la charge ultime pour l’année de survenance i est alors estimée par : 

∀𝑖 ∈ {1,… , 𝑛}    𝐶̂𝑖,𝑢𝑙𝑡 = 𝐶̂𝑖,𝑛×𝑓𝑢𝑙𝑡 

On construit après le triangle des règlements décumulés futurs par année de 

survenance : 

𝑋̂𝑖,𝑗 = 𝐶̂𝑖,𝑗 − 𝐶̂𝑖,𝑗−1  

𝑋̂𝑖,𝑢𝑙𝑡 = 𝐶̂𝑖,𝑢𝑙𝑡 − 𝐶̂𝑖,𝑛 = (𝜆̂𝑢𝑙𝑡 − 1)×𝐶̂𝑖,𝑛  
 

Enfin on calcule les flux de règlement futurs (somme des diagonales) : 

𝐹̂𝑝 = ∑ 𝑋̂𝑖,𝑛−𝑖+𝑝+1

𝑛

𝑖=𝑝+1

+ 𝑋̂𝑝,𝑢𝑙𝑡  

 

La provision pour sinistres à payer par année de survenance est donc : 

𝑅𝑖 = 𝐶𝑢𝑙𝑡 − 𝐶𝑖,𝑛−𝑖+1 

La provision totale : 

𝑅 =∑𝑅𝑖

𝑛

𝑖=1

 

 

Pour chaque segment RC corporelle et RC Matérielle, nous avons calculé les 

coefficients de développement de la méthode de Chain Ladder sur les triangles des 

règlements cumulés (En raison de confidentialité des données ces triangles ne seront 

pas présentés dans ce mémoire) pour une profondeur de 20 ans, ci-après les 

coefficients calculés : 
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Pour la RC Matérielle : 

Année de dev Facteurs de Chain 

Ladder 

Produit des 

facteurs 

Cadences de 

règlements 

0 1.36 1.48 67% 

1 1.04 1.09 92% 

2 1.02 1.04 96% 

3 1.01 1.03 97% 

4 1.01 1.02 98% 

5 1.00 1.01 99% 

6 1.00 1.01 99% 

7 1.00 1.01 99% 

8 1.00 1.00 100% 

9 1.00 1.00 100% 

10 1.00 1.00 100% 

11 1.00 1.00 100% 

12 1.00 1.00 100% 

13 1.00 1.00 100% 

14 1.00 1.00 100% 

15 1.00 1.00 100% 

16 1.00 1.00 100% 

18 1.00 1.00 100% 

19 1.00 1.00 100% 

Ici aucun facteur queue n’a été utilisé, une cadence de 100% pour la 20ème année de 

développement. On arrive à 100% des règlements après 8 ans d’écoulement. 

Pour la RC Corporelle : 

Année de dev Facteurs de Chain 

Ladder 

Produit des 

facteurs 

Cadences de 

règlements 

0 4.57 31.25 3% 

1 2.30 6.83 15% 

2 1.61 2.97 34% 

3 1.30 1.84 54% 

4 1.15 1.42 70% 

5 1.08 1.23 81% 

6 1.05 1.14 88% 

7 1.03 1.09 92% 

8 1.02 1.06 94% 

9 1.01 1.04 96% 

10 1.01 1.03 97% 

11 1.01 1.02 98% 

12 1.00 1.01 99% 

13 1.00 1.01 99% 

14 1.00 1.01 99% 
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15 1.00 1.00 100% 

16 1.00 1.00 100% 

18 1.00 1.00 100% 

19 1.00 1.00 100% 

On remarque donc que pour le cas de la RC Corporelle, aucun facteur queue n’a été 

utilisé, une cadence de 100% pour la 20ème année de développement. On remarque 

aussi un ratio de 100% après 15 ans de développement. Certes, la cadence des 

règlements de la RC Corporelle est plus longue que la RC Matérielle mais vu 

l’historique de 20 ans de nos triangles, on a suffisamment de profondeur pour ne pas 

utiliser de Tail Factor.  

Une fois les coefficients sont calculés pour chaque type de sinistres, nous multiplions 

le produit des facteurs par les règlements dans notre base de données pour obtenir les 

coûts projetés. 

5. Ecrêtement 

L’objectif de cette partie est de traiter les sinistres graves qui peuvent nous poser un 

problème au niveau de la modélisation de la prime pure. Ce phénomène est très connu 

en statistique peut être corriger à l’aide de la théorie des valeurs extrêmes. Ces 

théories nécessitent un cadre mathématique et statistique bien développé pour pouvoir 

les présenter. Dans ce mémoire ne se contenterons d’utiliser les résultats de cette 

théorie dans les trois méthodes d’écrêtement que nous présenterons dans cette section. 

5.1. Méthodes de détermination du seuil des sinistres graves : 

 

5.2. QQ plot 

Il permet de tester graphiquement l’adéquation entre la distribution empirique d'une 

variable et une distribution théorique donnée. 

En théorie des valeurs extrêmes, la distribution asymptotique du maximum suit trois 

types de loi possible (selon l’épaisseur de la queue), le QQ-plot donne alors une 

indication sur le type de loi limite des données analysées. 

Le tableau suivant présente les 3 types de loi limite: 

 Gumbel Fréchet Weibull 

Epaisseur de 

la queue 

Queue fine ou moyenne 

(décroît en fonction 

Exponentielle) 

 

Queue épaisse 

(décroit en 

fonction puissance) 

 

Queue finie 

Exemple 

Exponentielle (très fine) 

Normale 

Gamma (peu épaisse) 

Log-Normale (+ épaisse) 

Cauchy 

Pareto 

Student 

Uniforme 

Beta 

Pareto type II 
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En traçant le QQ plot, trois types de graphiques sont possibles : 

 
 

 

Le graph suivant donne le QQ-plot pour le segment RCC : 

 

 
Figure 9 : QQ Plot pour le segment RC Corporelle 

 

 

La forme du QQ plot pour la RCC est concave au début et légèrement linéaire à 

l’extrême, la distribution est à queue plus lourde que l’exponentielle. 

Pour la RCM, le QQ plot est le suivant : 

QQ-plot est en forme linéaire: la 
queue de distribution est légère ou 
moyenne, les données suivent alors 
une loi exponentielle.

QQ-plot est convexe, les données 
ont une queue finie (Weibull).

QQ-plot concave: les données ont 
une queue plus épaisse (Fréchet). 
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Figure 10 : QQ Plot pour le segment RC. Matérielle 

La courbe est concave au début et linéaire à partir d’un seuil donné.  

On peut déduire donc que notre jeu de données (pour les deux segments) suit alors une 

distribution de type Fréchet. 

5.3. Estimateur de Hill 

L’estimateur de Hill n’est utilisable que pour les distributions de Fréchet (queue 

épaisse), on représente graphiquement l’évolution de l’estimation de l’indice de queue 

en fonction des valeurs de seuil, le graphique est alors construit à partir des coûts des 

sinistres observés ordonnés par ordre décroissant : 𝐗𝟏  > 𝐗𝟐 > ⋯ > 𝐗𝐧 

L’estimateur de Hill est volatile lorsque le nombre d’observations dépassant le seuil 

est peu important. Ensuite il se stabilise au fur et à mesure. Le seuil est déterminé à 

partir du point où l’évolution de l’indice se stabilise. 

Pour notre segment RCC, le graphique de HILL est comme suit : 

 

Figure :Le graphique de HILL pour l’RCC 
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L’estimateur de Hill commence à se stabiliser à partir du seuil de 200000dhs. 

Pour le segment RCM, l’estimateur de Hill est présenté ci-dessous : 

 

Figure Le graphique de HILL pour l’RCM 

 

Le seuil des larges pour le segment RCM suivant l’estimateur de Hill est de 11853dhs. 

5.4. Fonction d’excès en moyenne (FME) 

Le « Mean Excess Plot » consiste à tracer la courbe de l’estimateur empirique de la 

fonction d’excès en moyenne. Cet estimateur est défini comme le rapport entre le 

montant total des excès par rapport à un certain seuil u et le nombre total de points 

dépassant ce seuil. 

Cette méthode est très sensible aux données, plus une loi est à queue épaisse, plus la 

fonction croît rapidement. Comme pour le QQ plot, on peut distinguer plusieurs cas : 
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On trace le « Mean Excess Plot » des coûts. Une valeur constituera un seuil favorable 

si, graphiquement à partir de ce seuil, la courbe change de pente. 

La représentation graphique de la fonction FME pour le segment RCC est comme suit : 

 

 

 

Figure 11 : FME pour le segment RCC 

La fonction FME nous donne donc une indication sur le seuil d’une valeur de 340 251 

dhs. 

La fonction FME pour le segment RCM est alors représentée comme suit : 

FME est constante: la queue de 
distribution est similaire à celle 
d’une exponentielle.

FME est croissant en ligne droite: la 
queue est alors lourde (Fréchet).

FME est incurvée:la queue est légère 
(Weibull) ou peu épaisse (Gumbel).
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Figure :  FME pour le segment RCC 

Nous avons une distribution à queue plus épaisse, la fonction devient vite instable et 

ne nous permet d’obtenir aucune information par rapport au seuil. 

5.5. Graphe de Gertensgarbe 

Cette méthode n’a aucun rapport avec la théorie des valeurs extrêmes. L’idée est 

d’observer les comportements des écarts consécutifs entre les coûts des sinistres et de 

repérer un point de changement de la série des écarts. 

On trace deux courbes « Gertensgarbe », la première représente la statistique des 

écarts basée sur les sinistres classés par ordre croissant en fonction du numéro 

d’ordre, et la deuxième représente la statistique des écarts basée sur les sinistres 

classés par ordre décroissant en fonction du numéro d’ordre. Le seuil est déterminé 

par l’intersection de ces deux courbes.  

Il est possible de réitérer le processus sur les valeurs supérieures au 1er seuil trouvé, 

puis sur celles du 2ème seuil, … Le seuil doit être choisi à l’aide des intervalles 

retrouvés par les autres méthodes définies précédemment. 

En 3 itérations, on obtient pour la RCC le graphe Gertensgarbe suivant : 
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Figure 12 : Graphe Gertensgarbe pour RCC 

En 6 itérations, on obtient pour la RCM le graphe Gertensgarbe suivant :  
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Figure 13 : Graphe Gertensgarbe pour RCM 

5.6. Détermination du seuil par les quantiles 

On peut se servir aussi des quantiles des distributions des coûts ultimes pour les deux segments 

afin de détecter le seuil des sinistres graves.  

            

RCC                                     RCM 

 

Afin de déterminer le seuil optimal, il faut réunir les résultats de l’ensemble des 

méthodes déjà décrites.  

Dans le cas de la branche RC corporelle, la FEM donne une estimation du seuil 

proche à la   la valeur du quantile 0.96 (entre 0.95et 0.97) 

Pour le RCM, : le Graphe Gertensgarbe nous donne aussi une estimation du seuil 

proche à la valeur du quantile 0.96 

On peut considérer le quantile 0.96 comme étant seuil des sinistres graves pour les 

deux segments. La probabilité de survenance d’un sinistre grave peut être fixée à 4% 

Ainsi, La prime pure de chaque segment est donc : 

𝑃𝑟𝑖𝑚𝑒 𝑝𝑢𝑟𝑒(𝑋) = 𝐸(𝑁 𝑋)⁄ ∗ 𝐸(𝐶 𝑋) ⁄ +  0.04 × 𝐸(𝐶𝐺) 

Avec : 𝑋 un profil de risque donné  

      

6.   Classification des variables 

Apres avoir montrer son importance dans les parties précédentes, dans cette partie 

nous cherchons de segmenter notre base de données en utilisant deux techniques : 

l’algorithme CART (cet algorithme sera présenté en détail dans la partie suivante de 
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ce mémoire) et une technique appelée « One way anlysis ». Pour contrainte de taille, 

nous contenterons de classifier la variable « âge conducteur » par les deux méthodes, 

le principe reste le même pour le reste des variables.  

Classification de la variable « âge conducteur » par fréquence des sinistres : 

• Pour le segment RC matériel :  

 

 

 

• Pour le segment RC corporel : 
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Classification de la variable « âge conducteur » par le coût des sinistres : 

• Pour le segment RC matériel : 

 

 

• Pour le segment RC corporel : 

 

 

On peut aussi classifier la même variable en utilisant la technique de « One way 

anlysis » . Dans cette technique, nous nous sommes basés sur les graphes de 

distribution des fréquences/Coûts moyens de chaque variable pour chaque segment 

(RCC et RCM) à part : 
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Exemple de la variable : « âge conducteur » : 

 

 Figure 14 : Distribution de la fréquence pour la variable âge du conducteur 

On procédant avec la même manière pour toutes les variables tarifaires on trouve 

ainsi  les classes suivantes : 

Variable Classes 

 

 

 

 

 

 

 

 

 

 

  

Variable Classes 

Puissance fiscale 

[0 ; 9[ 

Villes 

Group 1 

[9 ; 11[ Group 2 

≥ 11 Group 3 
      
   

CRM 

< 1 

Combustible 
E 1 

D > 1 
 

 
 

 

 
 

Age conducteur 

[18 ; 32[ 

Sexe 

F [32 ; 36[ 

M [36 ; 59[  

>59 

 

Ancienneté de 

contrat 

  

Age véhicule 

[0 ; 3[ [0 ; 2[ 

[3 ; 5[ [2 ;3[ 

[5 ; 10[ >3 

≥ 10 ans  

 

Ancienneté de permis 

 

[0 ; 1]  

[2,3] 

[4,13] 

>13 

Tableau 5 : Résultat de classification des variables tarifaires 
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Groupes de villes : 

Group 1 AGADIR,AL_HOCEIMA,CHEFCHAOUNE,ERRACHIDIA,ESSAOUIRA,G

UELMIM,KHENIFRA,LAAYOUNE, 

MARRAKECH,NADOR,OUARZAZATE,OUED_ED_DAHAB,OUJDA,TAN

GER,TAROUDANT,TETOUAN,TIZNIT 

Group 2 BEN_SLIMANE,CASABLANCA,FES,KENITRA,KHEMISSET,KHOURIB

GA,MEKNES,RABAT_SALE,SETTAT,TAOUNATE 

Group 3 BENI_MELLAL,EL_JADIDA,LARACHE,SAFI,SIDI_KACEM,TAZA 

 

Conclusion : 

A ce niveau, on peut conclure déjà que la tarification en assurance non vie en général 

notamment en assurance automobile est basé sur le modèle : fréquence fois coût 

moyen. L’objectif donc est de modéliser ces deux variables. Les méthodes GLM 

classiques utilisés dans ce genre de modélisation présentent des limites, ce qui 

explique l’introduction des méthodes d’apprentissage statistique. 

La tarification nécessite un traitement spécifique des données, l’implémentation et 

surtout l’analyse des résultats demandent une certaine expertise de la part de 

l’actuaire.  

La multitude des méthodes rende le choix très délicat. On est obligé dans la majorité 

des cas d’utiliser toutes les méthodes ensuite analyser les résultats et à la fin prendre 

la décision optimale. C’est un processus à reprendre dans chaque étape de la 

tarification. 

Les résultats obtenus dans la partie du traitement des données sont assez 

encouragants, nous pouvons donc passer à la modélisation.      

        

 

 

 

***************** 
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Chapitre II : Tarification par les méthodes « CART »  
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Chapitre II : Tarification par les  méthodes « CART »  

 

I. Partie Théorique 

1. Introduction générale 

La construction des arbres de décision pour l’analyse, le traitement, la classification 

et la modélisation des données est une discipline très ancienne. On trouve ses racines 

dans les travaux de Morgan et Sonquist (1963). Ils étaient les premiers à utilisé ce 

genre de méthodes statistiques dans un processus de régression et d’explication 

(AID – Automatic Interaction Detection). Il s’en est suivi tout un ensemble de 

méthodes, étendues jusqu’aux problèmes de discrimination/classement des données, 

qui s’appuyaient tous sur le même principe de la représentation par des arbres. Vous 

pouvez vous referez dans ce sens à (THAID -- Morgan et Messenger, 1973 ; CHAID 

-- Kass, 1980).  

Cette approche statistique a connu son apogée dans les années 80 avec la fameuse 

méthode CART (Classification and Regression Tree) de Breiman et al. (1984), 

décrite en détail dans un article qui fait encore référence pour les chercheurs 

aujourd’hui. 

Par contrainte de taille du mémoire et pour plus de généralités et informations sur le 

fondement et l’évolution de ces méthodes, merci de se référer à la première partie de 

l’article de Robin Genuer et Jean-Michel Poggi (Arbres CART et Forêts aléatoires, 

Importance et sélection de variables. 2017). 

2. Généralités techniques 

D’un point de vue technique, ces méthodes statistiques sont fondées sur la 

classification d'un objet (observation) par une suite de tests sur les attributs (on parle 

ici des variables explicatives) qui le décrivent. Ces tests sont organisés de façon 

hiérarchique, en ce sens que la réponse à un test influence les tests suivants. 

 

Figure 15 : Schéma simplifié d’un arbre binaire 

Une feuille de l’arbre est associée à une classe d’observations supposée homogène et 

un nœud représente un test (une règle de sélection). Selon le résultat de ce test, on se 

déplacera vers tel ou tel fils du nœud (on cherche la classe adéquate pour 

l’observation). 
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Par convention les branches gauches de l'arbre de décision correspondent à la 

réponse oui et les branches droites à la réponse non. Il s’agit donc d’un processus 

statistique récursif. 

Les arbres de classification et de régression sont tous les deux, des méthodes 

d’estimation non paramétriques, car il n’y a aucune hypothèse sur la distribution de 

probabilités des classes et la structure de l'arbre n'est pas connu à l'avance. Si la 

variable dépendante est discrète, on veut prévoir la classe ou modalité à laquelle va 

appartenir l’observation, et on utilisera donc un arbre de classification. Si notre 

variable ciblée est quantitative (continue), on utilisera un arbre de régression. Dans 

tous les cas le principe reste le même : déterminer des sous-classes dans la 

population selon leurs variables explicatives et dont les valeurs de la variable 

dépendante sont aussi similaires que possible (minimiser l’entropie dans les sous-

classes). 

Comme toutes les méthodes d’apprentissage statistiques, la construction d’un arbre 

de décision passe par trois phases principales, une première phase d’apprentissage 

sur une base de données complète (qui contienne la variable dépendante), puis une 

deuxième phase de test pour mesurer la capacité prédictive de notre algorithme et en 

fin arrive la dernière phase d’optimisation.  

Un arbre de décision est un algorithme qui fait de la sélection de variable : dans un 

arbre de décision il se peut que certaines variables explicatives ne soient pas du tout 

utilisées. Les variables de division proches du nœud racine sont globalement plus 

importantes. 

Les arbres de décision sont facilement interprétables. Ils sont en revanche des 

modèles à forte variance : de petits changements dans les données peuvent entraîner 

de nombreux changements dans l’arbre de décision. 

Pour rester dans le cadre de notre problématique, l‘objectif derrière l’introduction de 

ces méthodes statistiques est de répartir un ensemble d’assurés en groupes les plus 

homogènes possibles du point de vue d’une variable ciblée (coût moyen des sinistres 

ou fréquence), à partir de données portant sur d’autres variables, dites variables 

prédictives (Age, sexe, ville…). Dans la suite de ce chapitre nous cherchons de 

détailler tous ces trois phases. 

3. Notations 

Considérons que nous avons une table X avec 𝑛 lignes et 𝑝 colonnes et un vecteur 

colonne (variable dépendante) 𝐲 de 𝑛 éléments. 

𝐗 = (

𝑥11 𝑥12 … 𝑥1𝑝
𝑥21 𝑥22 … 𝑥1𝑝
⋮ … … ⋮
𝑥𝑛1 𝑥𝑛2 … 𝑥𝑛𝑝

)   et  𝐲 = (

𝑦1
𝑦2
⋮
𝑦𝑛

) 

La ligne 𝑖 de 𝑋 est associée à l'objet 𝑋𝑖 et l'ensemble des objets {𝑋1, … , 𝑋𝑛} sera noté 

𝜓. 

La colonne 𝑗 de 𝐗 est associée à la variable ou attribut 𝑋𝑗 et l'ensemble des variables 

{𝑋1, … , 𝑋𝑝} sera noté 𝔸. 

𝑥𝑖𝑗, un élément de 𝑋 est la valeur de la variable 𝑋𝑗 pour l'objet 𝑋𝑖. 
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A chaque observation 𝑋𝑖 est associé une valeur 𝑦𝑖 de la variable 𝑌 ∈ 𝕐 où 𝕎 est 

l'ensemble des valeurs que peut prendre 𝑌. 

Chaque observation 𝑋𝑖 est associé à un vecteur numérique 𝐱𝑖 appartenant à un espace de 

description 𝕏. 

 

On supposera dans la suite de ce mémoire que 𝕏 est un espace vectoriel engendré 

par les variables {𝑋1, … , 𝑋𝑝}, i.e., on suppose que nos variables explicatives sont 

indépendantes et qui forment ainsi une famille complète et génératrice de l’espace 

vectoriel 𝕏 . 

Ainsi on notera par 𝐱𝑖 = (𝑥𝑖1, … , 𝑥𝑖𝑝) le vecteur colonne de taille (𝑝 × 1) des 

valeurs observées représentant l’observation 𝑋𝑖 dans 𝕏. 

On notera par 𝐱𝑗 = (𝑥1𝑗, … , 𝑥𝑛𝑗) le vecteur colonne de taille (𝑛 × 1) des valeurs 

observées sur 𝜓 pour la variable 𝑋𝑗. 
𝐲 = (𝑦1, … , 𝑦𝑛) est le vecteur colonne de taille (𝑛 × 1) des valeurs observées sur 𝜓 

pour la variable dépendante 𝑌. 

Les couples observés : 𝔼 = {(𝐱1, 𝑦1),… , (𝐱𝑖, 𝑦𝑖), … , (𝐱𝑛, 𝑦𝑛)} sont appelés ensemble 

d'entraînement. 

Nous dénoterons par la suite par 𝑋 une observation quelconque, 𝑥 son vecteur 

représentant dans 𝕏 et 𝑦 la valeur cible associée à x. 

Considérons donc un ensemble d'entraînement 𝔼, notre objectif consiste à 

déterminer une fonction 𝑓: 𝕏 → 𝕐 modélisant la relation entre les 𝑋 décrits dans 

l'espace 𝕏 et la variable cible 𝑌 : 

𝑓(𝑋) = 𝑌 

Comme on va voir dans la partie d’analyse et traitement des données, on ne peut pas 

connaitre la vraie nature de la relation entre 𝑋 et 𝑌 car les données observées en 

{𝑋1, … , 𝑋𝑝} étant soit bruitées, soit incomplètes : il n'est pas raisonnable de parler 

d’une relation déterministe. Aussi, il est davantage raisonnable de travailler avec les 

résidus. Dans ce mémoire on ne traitera pas les les propriétés (biais, convergence) et 

l’inférence statistique (test de significativité, intervalle de confiance, les hypothèses) 

des résidus, si ceci vous intéresse prière de se référer à « M. Tenenhaus, « Statistique 

– Méthodes pour décrire, expliquer et prévoir », Dunod, 2006 ».   

On peut donc poser le problème sous la forme suivants : 

𝑓(𝑋) = 𝑌 + 𝜖 

Où 𝜖 est l'erreur ou le résidu. 

Notre objectif consiste donc à approximer numériquement la fonction 𝑓 en 

commettant le moins d'erreurs possibles sur nos données 𝔼 , tout en faisant de 

bonnes prédictions pour des valeurs de 𝕏 non encore observées par l’algorithme.  

4. Analyse théorique des arbres de décision 

De tous ce qui précède, on peut donc représenter la structure hiérarchique de l’arbre 

de décision par un graphe dont les nœuds représentent des sous-espaces de 𝕏. 

La racine contient tout 𝕏 tandis que les feuilles des régions unitaires. 
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Les nœuds intermédiaires constituent des régions combinées : 𝕏 = 𝕏1⊕…⊕

𝕏𝑚⊕…⊕𝕏𝑝
′
 avec 𝑝′ ≤ 𝑝 et chaque 𝕏𝑚 peut être à nouveau décomposé en sous-

classes... 

A chaque nœud 𝑚 est associé une région 𝕏𝑚 ⊂ 𝕏 et une fonction de discrimination 

𝑓𝑚 qui prend en entrée un élément 𝐱 ∈ 𝕏𝑚 et qui donne en sortie un sous-espace 

𝕏𝑚
′
⊂ 𝕏𝑚. Cette fonction de discrimination du nœud 𝑚 est une fonction simple. 

Mais, l'ensemble des fonctions 𝑓𝑚 de chaque nœud de l'arbre tout entier aboutit à 

une fonction de décision plus complexe. 

Les méthodes statistiques qui se basent sur les arbres de décision se distinguent 

selon le type de fonction de discrimination 𝑓𝑚 et le type de critère permettant 

d'évaluer la qualité de cette fonction. 

  

5. Les arbres de décision pour la classification 

On considère 𝕐 = {𝐶1, … , 𝐶𝑞} comme un ensemble discret.. Par contre 𝕏 peut être 

mélange de variables continues et discrètes. On est donc devant un d'arbre de 

classification. 

Dans notre mémoire, nous nous contenterons de traiter essentiellement des méthodes 

univariées càd à chaque nœud 𝑚 on utilise une seule variable 𝑋𝑗 ∈ 𝔸 pour définir la 

fonction 𝑓𝑚. 

Si 𝑋𝑗 est discrète avec 𝑞𝑗 modalités {𝑋𝑗,1, … , 𝑋𝑗,𝑞𝑗} alors: 

∀𝐱 ∈ 𝕏, 𝑓𝑚(𝐱) ∈ {𝑋𝑗,1, … , 𝑋𝑗,𝑞𝑗} 

II s'agit dans ce cas d'une segmentation ou répartition des observations en 𝑞𝑗 classes 

supposées homogènes. 

Sinon si 𝑋𝑗 est continue alors: 

∀𝐱 ∈ 𝕏, 𝑓𝑚(𝐱) ∈ {𝑋𝑗,𝑙, 𝑋𝑗,𝑟} 

Avec : 𝑋𝑗,𝑙 = {𝐱 ∈ 𝕏: 𝑥𝑗 ≤ 𝛿𝑗} et 𝑋𝑗,𝑟 = {𝐱 ∈ 𝕏: 𝑥𝑗 > 𝛿𝑗} et 𝛿𝑗 ∈ ℝ est 

un seuil permettant de faire une séparation adéquate. II s'agit dans ce cas d'une 

division binaire de 𝕏𝑚 en 2 sous-classes supposées aussi homogènes.  
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Si on applique le principe du Rasoir d'Occam (Voir : Karl Menger, « A Counterpart 

of Ockham's Razor in Pure and Applied Mathematics: Ontological Uses »), on 

cherche l’arbre de décision d'erreur nulle et qui est le moins profond possible. 

On est donc devant un problème NP-complet, alors il faut utiliser des heuristiques : 

 

Pour mesurer la qualité d’un arbre de décision, il faut d’abord mesurer la qualité des 

devisions en plusieurs branches tout au longue de cet arbre, ce qui revient à parler du 

concept de l’impureté.  

On considère qu’une séparation par une fonction 𝑓𝑚 est pure si chacune des 

branches conduit à des nœuds dont les éléments sont tous de la même catégorie 

(homogènes). 

Soit N𝑚 le nombre d'éléments du nœud 𝑚. Pour la racine on a  𝐍𝑚 = 𝑛. 

Parmi les observations du nœud 𝑚, notons par 𝐍𝑙
𝑚 le nombre de ceux appartenant à 

la classe 𝐶𝑙. On a alors : 

𝑃(𝐶𝑙 ∣ 𝑋,𝑚) =
𝐍𝑙
𝑚

𝐍𝑚
 

On peut considérer le nœud 𝑚 est pur si ∃𝐶𝑙 ∈ 𝕐: 𝑃(𝐶𝑙 ∣ 𝑋,𝑚) = 1. Ainsi, la 

fonction 𝑓𝑚 est pure si pour tous les nœuds qu'elle engendre, ceux-ci sont purs. 

Dans la suite, nous utiliserons la notation suivante : 

𝑃(𝐶𝑙 ∣ 𝑋,𝑚) = 𝑝𝑙
𝑚 

Pour mesurer la pureté d'une segmentation, nous utiliserons la méthode classique 

basée sur l'entropie de [Quinlan, 1986 ]: 

ent (𝑝𝑚)  = −∑  

𝑞

𝑙=1

 𝑃(𝐶𝑙 ∣ 𝑋, 𝑚)log2 (𝑃(𝐶𝑙 ∣ 𝑋,𝑚))

 = −∑  

𝑞

𝑙=1

 𝑝𝑙
𝑚log2 (𝑝𝑙

𝑚)

 

Avec : 0log2 (0) = 0. 

On part de X tout entier : 
ce nœud représente la 
racine.

Pour chaque nœud m on 
détermine la fonction fm

permettant d'optimiser 
localement un critère.

La fonction fm permet 
alors de séparer l'espace 
en plusieurs régions 
(arcs) et chacune d'entre 
elles représente un 
nouveau nœud.

On ajoute nœuds et arcs 
jusqu'à satisfaire un 
critère d'arrêt
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En général, l'entropie correspond intuitivement à la quantité d'information contenue 

ou délivrée par une source d'information. 

Par exemple, dans le cas binaire, si 𝑝1
𝑚 = 1 et 𝑝2

𝑚 = 0: il faut 0 bit pour transmettre 

l'information. Si 𝑝1
𝑚 = 𝑝2

𝑚 = 1/2 alors la quantité d'information est maximale : il 

faut 1 bit (1 pour la classe 𝐶1 et 0 pour la classe 𝐶2 ) pour transmettre I'information. 

Il existe d'autres mesures ℎ permettant d'évaluer l'impureté d'une division. Dans le 

cas binaire 𝑞 = 2, ces critères doivent vérifier les relations suivantes : 

• ∀𝑝 ∈ [0,1]: ℎ(1/2,1/2) ≥ ℎ(𝑝)ℎ(1 − 𝑝) 
• ℎ(0,1) = ℎ(1,0) = 0 

• ℎ(𝑝, 1 − 𝑝) est ↗ par rapport à 𝑝 sur [0,1/2] et ↘ sur [1/2,0]. 

Des exemples classiques sont donc l'entropie (ent), I'indice de Gini (gini) et l'erreur 

de classification (cerr): 

ent (𝑝) = −𝑝log2 (𝑝) − (1 − 𝑝)log2 (1 − 𝑝)
gini (𝑝) = 2𝑝(1 − 𝑝)

cerr (𝑝) = 1 −m  (𝑝, 1 − 𝑝)
 

Dans le processus récursif, si un nœud 𝑚 de l’arbre de décision n'est pas pur alors 

l'objectif est de deviser la sous-classe de ce nœud de sorte à réduire les impuretés. 

Comme on cherche l'arbre de décision le plus petit (le moins profond), 

intuitivement, on choisit localement la séparation qui réduit le plus l'impureté. 

Supposons donc qu'au nœud 𝑚, il 𝑦 a 𝐍𝑘
𝑚 observation qui suivent la branche 𝑘. II 

s'agit des observations x tel que 𝑓𝑚(x) = 𝑋𝑗,𝑘 où 𝑋𝑗 est la variable ayant servie à 

faire la division. 

Supposons que le nombre de branches est 𝑞𝑗, soit 𝐍𝑘𝑙
𝑚 le nombre d'observations de 

𝐶𝑙 ayant suivis la branche donnée par 𝑋𝑗,𝑘. La probabilité d'observer la classe 𝐶𝑙 
dans le nœud issu de la branche 𝑋𝑗,𝑘 vaut : 

𝑃(𝐶𝑙 ∣ 𝑋,𝑚, 𝑋
𝑗,𝑘) =

𝐍𝑘𝑙
𝑚

𝐍𝑘
𝑚 

Notons par la suite : 

𝑃(𝐶𝑙 ∣ 𝑋,𝑚, 𝑋
𝑗,𝑘) = 𝑝𝑘𝑙

𝑚 

L'impureté totale issue de la division engendrée par la variable 𝑋𝑗 est : 

𝑒𝑛𝑡(𝑝𝑚, 𝑋𝑗) = −∑  

𝑞𝑗

𝑘=1

𝐍𝑘
𝑚

𝐍𝑚
∑ 

𝑞

𝑙=1

𝑝𝑘𝑙
𝑚log2 (𝑝𝑘𝑙

𝑚) 

A chaque nœud on détermine la variable 𝑋𝑗 qui minimise l'impureté ent (𝑝𝑚, 𝑋𝑗). 

Si 𝑋𝑗 est discrète, les séparations sont données par les différentes catégories 

{𝑋𝑗,1, … , 𝑋𝑗,𝑞𝑗}. Si 𝑋𝑗 est continue, il faut en plus déterminer le seuil 𝛿𝑗 donnant la 

meilleure division {𝑋𝑗,𝑙 , 𝑋𝑗,𝑟}. 

6. Problèmes et inconvénients des arbres de décision 

6.1.Problème de taille 
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II existe un biais à cette approche statistique : les variables qualitatives ayant beaucoup de 

modalités donnent une plus faible entropie. Nous pouvons alors décider dans ce cas d’utiliser 

des arbres de décision binaires. Néanmoins, dans le cas d'une variable qualitative à 𝑞𝑗 modalités, 

il existe 2𝑞𝑗−1 − 1 possibilités et dans le cas général, si 𝑞𝑗 est très grand on se trouve devant un 

problème exponentiel (l’arbre devient très profond). En revanche, pour un problème de 

classification binaire ({𝐶1, 𝐶2}), on peut ordonner les modalités de 𝑋𝑗 dans l'ordre décroissant 

de 𝑝𝑘1
𝑚  et traiter ensuite cet ordre telle une variable ordonnée avec cette fois-ci uniquement 𝑞𝑗 −

1 choix. 

 

6.2. Problème de sur-apprentissage 

Si le critère d'arrêt est l'obtention de feuilles toutes pures (l’algorithme ne s'arrête 

que si toutes les feuilles terminales obtenus n'ont qu'une seule classe représentée). 

On risque d'avoir un arbre de décision trop grand et de faire du sur-apprentissage – 
overfitting- (càd, notre arbre de décision sera spécialisé et lié aux données 

d’apprentissage, ainsi, il aura de la peine à généraliser les caractéristiques et ses 

pouvoirs de prédiction sur de nouveaux échantillons). 

Pour pallier à ce problème il faut ajouter d’autre paramètres, on se donne un seuil 

𝜏 ∈ [0,1] en dessous duquel on estime que la pureté obtenue est suffisante pour 

l’algorithme. 

Ainsi la condition d'arrêt de l'algorithme est la suivante : 

Pour tout nœud final 𝑚: ent (𝑚) ≤ 𝜏. Chaque feuille 𝑚 est alors associée à la classe 

la plus représentative càd la classe 𝐶𝑙 tel que ∀𝐼′ ≠ 𝐼: 𝑝𝑙
𝑚 ≥ 𝑝𝑙′

𝑚. 

𝜏 peut-être vu donc comme un paramètre de la complexité de l’arbre de décision.  

• Si 𝜏 ↘ , la variance de la prédiction est large alors que l'arbre de décision est 

grand de sorte à reproduire les données d'entraînement de façon précise.  

• Si 𝜏 ↗, la variance de la prédiction est plus faible et l'arbitrage biais-variance 

nous indique que le biais risque en revanche d'être plus grand. 

Dans la suite de ce mémoire nous utiliserons les notations suivantes : 

𝐗 est la matrice initiale des données avec 𝑛 observation {𝑋1, … , 𝑋𝑛} et 𝑝 attributs  

{𝑋1, … , 𝑋𝑝}. 

𝐗𝑚 est la matrice des données relatives au nœud 𝑚 qui comporte 𝐍𝑚 observation et 

les 𝑝 variables. II s'agit d'une sous-matrice de 𝑋. 

7. Algorithme CART : 

Les deux algorithmes qui suivent synthétisent les différentes évolutions des arbres 

de décision.  (Source : CART [Breiman et al., 1984], ID3[Quinlan, 1986], 

C4.5[Quinlan, 1993]). 
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7. Arbres de régression 

On considère dans cette partie : 𝕐 = ℝ et X peut toujours être hétérogène.  

Ce qui change par rapport aux arbres de classification c'est la fonction d' "impureté".  

Soit 𝐗𝑚 la sous-matrice de données de taille (𝐍𝑚 × 𝑝) relative au noeud 𝑚. Notons 

alors la fonction indicatrice suivante : 

ind (𝐱,𝑚) = {
1  si 𝐱 ∈ 𝐗𝑚

0  sinon 
 

Pour mesurer la pureté d'un nœud 𝑚 (variance) on utilise le critère suivant : 

err (𝑚) =
1

𝐍𝑚
∑ 

𝑛

𝑖=1

(𝑦𝑖 − 𝑔
𝑚)2 ind (𝐱𝑖, 𝑚) 

où 𝐍𝑚 = ∑𝑖=1
𝑛   ind (𝐱𝑖,𝑚) est le nombre d'observations de 𝐗𝑚. 

𝑔𝑚 ( 𝑦 ̂du nœud 𝑚 ) est une tendance centrale relative au nœud 𝑚: c'est une mesure 

qui résume les valeurs des objets appartenants à 𝑚. On utilise la moyenne (la 

médianne si les données sont trés bruitées ( contiennent beaucoup de valeurs 

aberrants )): 

𝑦 ̂𝑚 =  𝑔
𝑚 =

∑  𝑛
𝑖=1  𝑦𝑖𝑖𝑛𝑑(𝐱𝑖, 𝑚)

∑  𝑛
𝑖=1  𝑖𝑛𝑑(𝐱𝑖,𝑚)

=
1

𝐍𝑚
∑ 

𝑛

𝑖=1

𝑦𝑖 ind (𝐱𝑖, 𝑚) 

Dans ce cas err (𝑚) représente la variance locale au nœud 𝑚. 

Le critère qui arrête l’algorithme de l'arbre de décision est err(𝑚) ≤ 𝜏. 



 Chapitre II : Arbre de décision pour la classification et la régression                                                                                      

   

57 
 

𝜏, un seuil en-dessous duquel on estime que la variance de la région relative au 

nœud 𝑚 est suffisamment basse. 

On doit également spécifier un critère pour décider de la fonction 𝑓𝑚 càd la 

segmentation à utiliser au nœud 𝑚 si celui-ci est d’impureté encore trop forte. 

Soit 𝑋𝑗, variable de séparation en 𝑞𝑗 branches {𝑋𝑗,1, … , 𝑋𝑗,𝑞𝑗} et introduisons ∀𝑘 =

1, … , 𝑞𝑗 la fonction : 

ind (𝐱,𝑚, 𝑋𝑗,𝑘) = {1  si 𝐱 ∈ 𝐗𝑚 ∩ 𝑋𝑗,𝑘

0  sinon 
 

Soit 𝑔𝑘
𝑚  (𝑦̂𝑘

𝑚) la tendance centrale des observations de la branche 𝑋𝑗,𝑘 de 𝑚 : 

 𝑦̂𝑘
𝑚 =  𝑔𝑘

𝑚 =
∑  𝑛
𝑖=1  𝑦𝑖𝑖𝑛𝑑(𝐱𝑖, 𝑚, 𝑋

𝑗,𝑘)

∑  𝑛
𝑖=1  𝑖𝑛𝑑(𝐱𝑖, 𝑚, 𝑋

𝑗,𝑘)
=
1

𝐍𝑘
𝑚∑ 

𝑛

𝑖=1

𝑦𝑖𝑖𝑛𝑑(𝐱𝑖, 𝑚, 𝑋
𝑗,𝑘) 

Pour choisir la variable séparatrice 𝑋𝑗, on prend celle qui minimise la fonction 

suivante : 

err (𝑚, 𝑋𝑗) =
1

𝐍𝑚
∑ 

𝑞𝑗

𝑘=1

∑ 

𝑛

𝑖=1

(𝑦𝑖 − 𝑔𝑘
𝑚)2𝑖𝑛𝑑(𝐱𝑖 , 𝑚, 𝑋

𝑗,𝑘) 

L’algorithme donné précédemment dans le cas de la classification s'adapte 

parfaitement au problème de régression en remplaçant : 

ent(𝑝𝑚) par err(𝑚) dans le pseudo-code « ArbreGeneration ». ent (𝑝𝑚, 𝑋𝑗) par 

err (𝑚, 𝑋𝑗) dans l’algorithme « DivisionAttribut ». 

Le paramètre 𝜃 est comme précédemment un paramètre de la complexité 𝜏 de l'arbre 

de décision. 

 

8. Optimisation par élagage 

On peut utiliser l’élagage pour améliorer les performances de l'arbre de décision : Ce 

process peut s'effectuer au cours de la construction de l’algorithme (pré-élagage) ou 

après la construction (post-élagage). 

 

Pré-élagage Post-élagage 

Si le pourcentage de données au nœud 𝐦 

est en-dessous d'un seuil 𝛂 on ne sépare 

pas le nœud: deviser trop peu d'éléments 

augmente la variance du modèle et donc 

potentiellement des erreurs en 

généralisation (sur-apprentissage). 

 

On construit l'ad jusqu'à avoir des feuilles 

complètement pures (τ = 0). 

On tente de détecter des « sous-arbres » qui 

causent du sur-apprentissage et on les enlève. 

Pour chaque sous-arbre enlevé, on le remplace 

par la classe majoritaire en cas de classification 

ou la tendance centrale en cas de régression. 

 

Tableau 6 : Optimisation par élagage 
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9. Techniques de Bagging 

9.1. Principe général du bagging 

Méthode proposée par Breiman [Breiman, 1996]. 

Le bagging est un processus qui consiste à : 

 

 

Figure 16 : Principe de Bagging 

 

Comme on a vu, la méthode d'apprentissage décrite dans la partie précédente doit 

être de forte variance : un "petit" changement de l'ensemble d'apprentissage doit 

générer un grand changement dans la fonction de prédiction estimée. 

Soit 𝑓𝔼 une fonction de prédiction inférée d'un ensemble d'entraînement 𝔼 =
{(𝐱𝑖, 𝑦𝑖)}𝑖=1,…,𝑛 où 𝕐 ∈ ℝ. 

Dans ce cas, la fonction de prédiction du bagging est définie comme suit : 

𝑓bag (𝐱) = E𝔼(𝑓𝔼(x)) 

Soit le (x, 𝑦), l'espérance de l'erreur quadratique sous 𝔼 de la fonction 𝑓𝔼 pour ce 

couple est : 

E𝔼([𝑦 − 𝑓𝔼(𝐱)]
2) = 𝑦2 − 2𝑦E𝔼(𝑓𝔼(x)) + E𝔼([𝑓𝔼(x)]

2) 

Comme pour toute variable aléatoire 𝑍,   E(𝑍2) ≥ (E(𝑍))2, alors : E𝔼([𝑓𝔼(𝐱)]
2) ≥

(E𝔼(𝑓𝔼(x)))
2
 et donc : 

E𝔼([𝑦 − 𝑓𝔼(𝐱)]
2) ≥ (𝑦 − E𝔼(𝑓𝔼(x)))

2
 

Supposons que nous raisonnons maintenant avec un couple aléatoire (𝑋, 𝑌). 
L'inégalité précédente conduit à la relation : 

Créer plusieurs 
échantillons 
bootstrap à 
partir de 𝔼

Inférer une fonction 
de prédiction d'un 
même modèle 
d'apprentissage de 
base sur chaque 
échantillon bootstrap, 

Agréger les prédictions 
données par chaque 
fonction:
par un vote 
majoritaire si c'est un 
problème de 
catégorisation, par une 
moyenne si c'est un 
problème de 
régression.
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E𝑋,𝑌(E𝔼([𝑌 − 𝑓𝔼(𝑋)]
2)) ≥ E𝑋,𝑌 ((𝑌 − E𝔼(𝑓ℤ(𝑋)))

2
) 

Ceci est équivalent à : 

E𝔼 (E𝑋,𝑌([𝑌 − 𝑓𝔼(𝑋)]
2)) ≥ E𝑋,𝑌 ((𝑌 − E𝔼(𝑓𝔼(𝑋))⏟      

𝑓bag (𝑋)

)2) 

L'espérance de la perte quadratique sous 𝔼 de la fonction 𝑓bag  est plus petite que 

celui de la fonction 𝑓𝔼. Ce résultat montre que la moyenne de plusieurs fonctions de 

prédiction sur différents échantillons fait en moyenne moins d'erreur qu'une seule 

fonction de prédiction apprise sur un échantillon. 

On peut affirmer donc que le gain potentiel que l'on peut obtenir avec le bagging 

dépend de l'écart entre ces deux éléments : 

E𝔼([𝑓𝔼(𝐱)]
2) ≥ (E𝔼(𝑓𝔼(x)))

2
 

Si la variance de 𝑓𝔼(𝐱) ↗  alors E𝔼([𝑓𝔼(𝐱)]
2) − (E𝔼(𝑓𝔼(𝐱)))

2

 ↗ et donc le gain est 

important. 

On remarquera que si la variance est nulle alors :       E𝔼([𝑓𝔼(𝐱)]
2) = (E𝔼(𝑓𝔼(𝐱)))

2
  et 

l'inégalité précédente devient également une égalité (pas de gain dans ce cas). 

 

9.2. Bagging et les arbres de décision -Random forest 

Les arbres de décision sont fortement instables (changer les données d'entraînement 

peut changer drastiquement la structure de l’arbre). Le principe de "moyenner" 

plusieurs arbres de décision sous-jacents au bagging permet de réduire cette variance 

(et donc améliorer en principe l'erreur en généralisation càd éviter le problème de 

sur-apprentissage) tout en maintenant un faible biais. 

Les forêts aléatoires est un algorithme qui constitue une extension substantielle du 

bagging et les arbres de décision qui a été également proposé par Breiman [Breiman, 

2001]. 

 

 

Figure 17 : Principe des « Random forest » 
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Pour mieux comprendre le principe des forêts aléatoires, il est utile de rappeler 

quelques résultats en probabilité. 

Soit 𝑍1, … , 𝑍𝑛, des variables aléatoires identiquement distribuées de variance 𝜎2. 

Soit 𝑍‾ =
1

𝑛
∑𝑖=1
𝑛  𝑍𝑖 

La variance de 𝑍‾ vaut : 

𝜌𝜎2 +
1 − 𝜌

𝑛
𝜎2 

où 𝜌 est la corrélation supposée positive entre deux v.a.. 

Si les 𝑍𝑖 sont de plus indépendants (𝜌 ⟶ 0) , alors la variance de 𝑍‾ est plus petites 

et se réduit à : 
𝜎2

𝑛
 

Dans le bagging, Dans le tirage aléatoire avec remplacement du Bootstrap 

(Bootstraping), les échantillons ne sont pas indépendants. Donc, les fonctions de 

prédiction apprises sur ces échantillons ne le sont pas non plus. Nous sommes ainsi 

dans le contexte "identiquement distribué". Nous voulons aller vers la situation 

"indépendant et identiquement distribué ". 

L'objectif des forêts aléatoires est donc de réduire la variance du bagging en 

réduisant la corrélation entre les arbres de décision. 

L'idée est d'ajouter de l'aléatoire dans l'induction d'un arbre en tirant au hasard un 

sous-ensemble de variables pour être candidats à la division. 

Plus spécifiquement : avant chaque division d'un noud 𝑚, on choisit aléatoirement 

𝑟(≤ 𝑝) variables explicatives comme candidats à la séparation. 

Intuitivement, si 𝑟 ↘ alors les arbres appris sur différents échantillons bootstrap sont 

de moins en moins corrélés ( 𝜌 ↘) et leur agrégation sera de variance plus petite. 

 

 

Figure 18 : Algorithme des forêts aléatoires 

A partir des 𝑛 fonctions des arbres de décision estimés {𝑓𝑗}
𝑗=1,…,𝑘

 on calcule les 

prédictions de la façon suivante : Soit 𝑥 une observation quelconque de 𝕏. 

Pour les problèmes de régression : 
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𝑓𝑓𝑎(𝐱) =
1

𝑘
∑  

𝑘

𝑗=1

𝑓𝑗(𝐱) 

Pour les problèmes de catégorisation : 

𝑓𝑓𝑎(𝐱) = arg m  
𝐶′∈𝕐

∑ 

𝑘

𝑗=1

ind (𝑓𝑗(𝐱) = 𝐶𝑙′) 

 

10. Techniques de Boosting 

Les méthodes dites de boosting visent à construire à partir de prédicteurs individuels 

"faible" ("weak learner" ), un prédicteur collectif "fort" ("strong learner"). 

Un «weak learner » peut être considérer comme un prédicteur faiblement corrélé à la 

variable dépendent 𝑌, tandis qu'un strong learner est un prédicteur arbitrairement 

fortement corrélé à 𝑌. 

AdaBoost est une méthode de boosting proposée par Freund et Schapire en 1996 

[Freund et al., 1996]. 

C'est un algorithme itératif , à chaque itération, une nouvelle fonction de prédiction 

est estimée mais de façon à corriger les erreurs des fonctions de prédictions 

précédentes. La distribution sur 𝔼 est uniforme initialement mais elle est modifiée au 

cours des itérations. Les observations qui sont plus difficiles à prédire ont une 

probabilité d'être échantillonné qui augmente ("adaptive-boosting"). 

De façon successive, les prédicteurs apprennent sur des échantillons qui sur-

représentent les objets qui ont été mal prédits aux itérations suivantes. Les 

prédicteurs ne sont donc pas mutuellement indépendants. 

Comme les forêts aléatoires, l'algorithme repose sur ces deux hypothèses : 

• L’échantillonnage des données de 𝔼 

• Un modèle de base simple pour éviter le sur-apprentissage. 

Comme précédemment, les arbres de décision sont souvent utilisés avec le boosting. 

II existe plusieurs variantes d'adaboost: adaboost (I’original) pour un problème  de 

catégorisation binaire, adaboost.M1 et adaboost.M2 pour un problème de 

catégorisation multiclasse,adaboost.R2 pour un problème de régression et plusieurs 

autres variantes répondant à des contextes divers... 

On présente adaboost pour la catégorisation binaire juste à titre d’exemple car le 

principe reste le même pour les autres cas. On suppose 𝕐 = {−1,1} et le « weak 

learner » 𝑓: 𝕏 → {−1,1}. 
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Figure 19 : Algorithme d’adaboost 

 

10.1. Analyse mathématique des techniques de boosting : 

La prédiction est un vote pondéré des « weak learners » {𝑓𝑡}
𝑡
 : 

𝑓𝑎𝑏(𝐱) = sign (∑  

𝑇

𝑡=1

 𝛼𝑡𝑓
𝑡(𝐱)) 

Avec : 𝛼𝑡 =
1

2
log (

1−𝑒𝑟𝑟(𝑓̂𝑡)

err (𝑓𝑡)
) la fonction logit appliqué au taux de 

réussite 1 − err (𝑓𝑡) ∈ [0,1]. Ainsi plus  𝑓𝑡 est précise, plus grand est son 

coefficient 𝛼𝑡. 

Mais contrairement aux forêts aléatoires: 

Adaboost combine séquentiellement les fonctions de prédiction et non a posteriori 

comme pour les forêts aléatoires, adaboost modifie à chaque itération la distribution 

de probabilités sur 𝔼 pour le rééchantillonnage. Dans adaboost, l'échantillonnage est 

adaptatif et dépend des erreurs comises d'un weak learner au suivant. On parle de 

"Adaptive Resampling and Combining". 

A l'itération 𝑡 la probabilité de sélectionner 𝐱𝑖 dans l’échantillon devient donc: 

𝑤𝑖
𝑡+1 =

𝑤𝑖
𝑡exp (−𝛼𝑡𝑦𝑖𝑓

𝑡(𝐱𝑖))

𝑧𝑡
 

Où : 𝑧𝑡 = ∑𝑖  𝑤𝑖
𝑡exp (−𝛼𝑡𝑦𝑖𝑓

𝑡(𝐱𝑖)) 

Rééchantillonnage adaptatif : 
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exp (−𝛼𝑡𝑦𝑖𝑓
𝑡(𝐱𝑖)) {

> 1 si 𝑦𝑖 ≠ 𝑓
𝑡(𝐱𝑖)

< 1 si 𝑦𝑖 = 𝑓
𝑡(𝐱𝑖)

 

Si x𝑖 est mal classifié (mal prédit) par la fonction 𝑓𝑡 alors sa probabilité d'être tiré 

aléatoirement augmente à la prochaine itération. 

Adaboost nécessite en général un weak learner càd qu'il se base sur une 

classe d'hypothèses ℍ à fort biais, dont le taux d'erreur est à peine inférieur 

à celui d'un classifieur aléatoire. 

Si la classe d'hypothèses est trop complexe alors err (𝑓𝑡) est faible et 

l’échantillonnage de l’itération suivante basé sur 𝐰𝑡+1 contiendra peu 

d'observations avec de forte probabilité d'être tiré. Les échantillons obtenus 

représentent alors du bruit (l'algorithme ne se focalise pas sur des exemples 

difficiles mais sur des exemples quelconques de manière aléatoire).  

 

Pour poursuivre notre analyse mathématique des méthodes de boosting nous 

utilisons le théorème suivant : 

 

 Théorème : L'erreur d'entraînement est bornée supérieurement comme suit: 

1

𝑛
∑  

𝐱𝑖∈𝔼

 ind (𝑓𝑎𝑏(𝐱𝑖) ≠ 𝑦𝑖) ≤∏  

𝑇

𝑡=1

𝑧𝑡 

On peut considerer donc Adaboost comme la minimisation de la borne supérieure de 

l'erreur empirique « voir [Schapire and Singer, 1999] ». 

Comme 𝑧𝑡 étant positifs on peut minimiser ∏𝑡=1
𝑇  𝑧𝑡 en minimisant 𝑧𝑡 à chaque 

itération 𝑡.  

Remarquons que : 

𝑧𝑡 =∑  

𝑖

𝑤𝑖
𝑡+1 =∑  

𝑖

𝑤𝑖
𝑡exp (−𝛼𝑡𝑦𝑖𝑓

𝑡(𝐱𝑖)) 

Nous pouvons optimiser 𝑧𝑡 comme fonction de 𝛼𝑡 : 

∂𝑧𝑡

∂𝛼𝑡
= 0  ⇔ −∑  

𝑖

 𝑤𝑖
𝑡𝑦𝑖𝑓

𝑡(𝐱𝑖)exp (−𝛼𝑡𝑦𝑖𝑓
𝑡(𝐱𝑖)) = 0

 ⇔ − ∑  

𝑖:𝑓̂𝑡(𝐱𝑖)=𝑦𝑖

 𝑤𝑖
𝑡exp (−𝛼𝑡) + ∑  

𝑖:𝑓̂𝑡(𝐱𝑖)≠𝑦𝑖

 𝑤𝑖
𝑡exp (𝛼𝑡) = 0

 ⇔ −exp (−𝛼𝑡) (1 − err (𝑓
𝑡)) + exp (𝛼𝑡)err (𝑓

𝑡) = 0

 ⇔ 𝛼𝑡 =
1

2
log (

1 − err (𝑓𝑡)

err (𝑓𝑡)
)

 

On trouve donc la valeur de 𝛼𝑡 précédemment donnée dans l'algorithme. 
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Si on veut optimiser 𝑧𝑡 comme fonction de err (𝑓𝑡) . A l'optimum on sait que 𝛼𝑡 =
1

2
log (

1−err (𝑓̂𝑡)

err (𝑓̂)
). Si on utilise cette relation dans 𝑧𝑡, on trouve : 

𝑧𝑡  = ∑  

𝑖

 𝑤𝑖
𝑡exp (−𝛼𝑡𝑦𝑖𝑓

𝑡(𝐱𝑖))

 = ∑  

𝑖:𝑓̂𝑡(𝑥𝑖)=𝑦𝑖

 𝑤𝑖
𝑡exp (−𝛼𝑡) + ∑  

𝑖:𝑓̂𝑡(𝑥𝑖)≠𝑦𝑖

 𝑤𝑖
𝑡exp (𝛼𝑡)

 = exp (−𝛼𝑡) (1 − err (𝑓
𝑡)) + exp (𝛼𝑡)err (𝑓

𝑡)

 = 2√err (𝑓𝑡) (1 − err (𝑓𝑡))

 

On voit alors qu'il faut choisir à chaque itération 𝑡, 𝑓𝑡 qui minimise la fonction : err (𝑓𝑡) =

∑𝑖=1
𝑛  𝑤𝑖

𝑡ind (𝑓𝑡(𝐱𝑖) ≠ 𝑦𝑖) 

La prédiction d'adaboost peut être interprétée comme un vote pondéré : 

𝑓𝑎𝑏(𝐱) = sign (∑  

𝑇

𝑡=1

 𝛼𝑡𝑦𝑖𝑓
𝑡(𝐱)) 

Comme c'est le signe de 𝑓(𝐱) qui importe on peut, sans perte de généralité, 

rééchelonner les 𝛼𝑡 de sorte à ce que ∑𝑡  𝛼𝑡 = 1 et si on utilise les résultats de 

Schapire et Singer [Schapire and Singer, 1999] on peut définir la marge associée à 

une observation x𝑖 comme suit : 

𝑦𝑖𝑓𝑎𝑏(𝐱𝑖) = 𝑦𝑖∑ 

𝑇

𝑡=1

𝛼𝑡𝑓
𝑡(𝐱𝑖) 

Où : 𝑦𝑖𝑓𝑎𝑏(𝐱𝑖) > 0 si l’observation 𝐱𝑖 est bien classifié par 𝑟̂𝑎𝑏.   

La valeur |∑𝑡=1
𝑇  𝛼𝑡𝑓

𝑡(𝐱𝑖)| est une mesure de la capacité prédictive de  𝑓𝑎𝑏: plus 

|∑𝑡=1
𝑇  𝛼𝑡𝑓

𝑡(𝐱𝑖)| est grand plus 𝑓𝑎𝑏 est précise. 

Si on utilise les résultats de Vapnik « vapnik, statistical learning theory 1998 » et si 

on se positionne dans un cadre probabiliste, nous avons alors le résutat suivant pour 

l’algorithme adaboost: 

𝑃𝑋,𝑌(𝑌𝑓𝑎𝑏(𝑋) ≤ 𝜃) ≤ 2
𝑇∏ 

𝑇

𝑡=1

√𝑒𝑟(𝑓𝑡)1−𝜃(1 − err (𝑓𝑡))
1+𝜃

 

Ainsi si on minimise la fonction err (𝑓𝑡) à chaque itération 𝑡, on maximise la 

marge. Ce qui explique les bonnes performances en généralisation d'Adaboost. 
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II. Application 
1. Introduction 

Dans cette partie, nous utiliserons les algorithmes : CART, AdaBoost et 

Randomforest pour prédire la fréquence et le coût moyen en utilisant les librairies de 

Python : Sciket-Learn pour la modélisation, Pandas pour la gestion des données et 

Matplotlib pour la présentation graphique  

Tous nos algorithmes sont basés sur les arbres de décision, on est obligé donc 

d’effectuer un recodage des données en transformant les variables de type chaine de 

caractère en une  format numérique en utilisant la méthode « cat.codes » de Pandas . 

Notre objectif est de choisir les meilleurs paramètres pour chaque algorithme. On 

parle de « Hyperparameter Tuning ». L’idée est de parcourir une liste de paramètres 

(des candidats) et de choisir celui qui optimise une règle de choix. Dans notre cas, 

nous utiliserons la somme carrée des erreurs comme critère de choix (c’est la 

meilleure métrique disponible pour le cas de la régression sur scikit-learn).  

La représentation graphique pourrait être très utile pour mieux observer le 

comportement de l’algorithme, c’est l’idée derrière l’invention des techniques de 

« learning_curves ». (La théorie derrière ces techniques ne sera pas développer dans 

ce mémoire, le lecteur trouvera une étude détaillé avec des exemple sur : « Learning 

Curves in Machine Learning, Claudia Perlich , IBM, T.J , Watson Research Center »  

La figure suivante récapitule le principe de ces techniques: 

 

Figure 20 : Risque empirique mesuré sur les bases d'apprentissage et de test en fonction du 
nombre de cycles d'apprentissage 

Dans notre cas et pour faciliter l’interpretation, on utilise la valeur négative de la 

MSE comme fonction de risque empirique et pour construire le cycle 

d’apprentissage nous avons utilisé la fonction ShuffleSplit de scikit-learn qui permet 

d’échantillonner au hasard l'intégralité de notre base de données au cours de chaque 

itération pour générer un ensemble d'apprentissage et un ensemble de test.     

Cette partie peut être diviser en trois sous-parties : la première est dédiée à la 

modélisation de la fréquence, la deuxième concerne la modélisation du coût moyen 
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et dans la dernière sous-partie nous présenterons l’implémentation d’une interface de 

calcule de la prime par les trois algorithmes. Dans ce mémoire nous allons 

développer ces méthodes sur la branche RCM , en effet, le principe reste le même 

pour la RCC  : 

2. Modélisation de la fréquence 

Nous commençons par l’algorithme CART, notre but est de définir la profondeur 

optimale de l’arbre de décision pour notre jeu de données : 

 

On peut observer sur la figure qu’après un profondeur égale à 10 on commence à 

détecter le phénomène de sur-apprentissage. En effet, avec l’augmentation de la 

profondeur, l’erreur sur les données d’apprentissage diminue et l’erreur sur les 

données de test augmente. On fixe donc le paramètre de profondeur pour 

l’algorithme CART sur 10. 

    

On introduit les figures suivants Pour mieux visualiser la comportement de  notre 

modèle : 

 

Figure : Performance du modèle CART 

• Pour l’algorithme Adaboost : 
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Nous cherchons d’abord le nombre de retirations qui optimise notre modèle : 

 

 

Le nombre des itérations optimal pour notre base de donnée est 10 . 

Aussi Pour mieux visualiser le comportement de ce modèle on peut se servir des figures 

suivantes : 

 

Figure 21 : Performance du modèle CART 

 

 

 

 

 

 

 

 

 



 Chapitre II : Arbre de décision pour la classification et la régression                                                                                      

   

68 
 

• Pour l’algorithme de bagging : Random forest : 

L’objectif est de chercher le nombre optimal des arbres dans notre cas :  

 

 

On peut constater l’algorithme de Random forest est plus attachés aux données 

d’apprentissage. Les graphes suivants permettent de visualiser son comportement : 

 

On peut conclure que l’algorithme de Radom Forest est le meilleur modèle pour 

modéliser la fréquence des sinistres. 

Précédemment nous avons utilisé la « MSE » : somme carrée des erreurs pour 

comparer nos algorithmes. Dans la pratique, pour bien mesurer la performance de 

ces algorithmes en termes de variance expliquée on utilise une autre métrique à 

savoir la R² : 

𝑅2 = 1 −
∑  𝑛
𝑖=1   (𝑦𝑖 − 𝑦̂𝑖)

2

∑  𝑛
𝑖=1   (𝑦𝑖 − 𝑦‾)

2
 

Avec : 𝑦‾  : la moyenne des valeurs de y. 

Pour l’implémentation, nous utilisons la fonction. metrics.r2_score de scikit learn. Le 

tableau suivant présente le résultat :   
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Algorithme Implémentation de l’algorithme 𝑅2 

CART 
sklearn.tree.DecisionTreeRegressor 

avec : profondeur = 10 
0.767 

Bagging 
sklearn.ensemble.RandomForestRegressor 

avec :15 arbre de décision 
0.810 

Boosting 
sklearn.ensemble.AdaBoostRegressor 

avec : 10 itérations 
0.781 

Tableau 7 : R2 de la Modélisation de la fréquence 

3. Modélisation du coût moyen 

Le principe reste le même pour la modélisation du coût moyen. En suivant les mêmes étapes 

on trouve les résultats suivants : 

• Pour l’algorithme CART 

 

 

Figure 22 : Résultats de l’algorithme CART 

• Pour l’algorithme Adaboost : 
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Figure 23 : Résultats de l’algorithme Adaboost 

• Pour l’algorithme Random Forest :  
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Figure 24 : Résultat de l’algorithme Random Forest 

Algorithme Implémentation de l’algorithme 𝑅2 

CART 
sklearn.tree.DecisionTreeRegressor 

avec : profondeur = 5 
0.511 

Bagging 
sklearn.ensemble.RandomForestRegressor 

avec : 20 arbre de décision 0.664 

Boosting 
sklearn.ensemble.AdaBoostRegressor 

avec : avec : 5 itérations 
0.693 

Tableau 8 : R2 de la Modélisation du coût moyen 

4. Implémentation des interfaces graphiques  

Dans cette partie nous utiliserons l’environnement de Pyqt5 , une version de Qt sur 

Python  

Pyqt5 permet au développeur de manipuler la « front-end » et « la back-end » en 

même temps avec un accès à toutes les autres librairies de python (scikit-learn, 

TanserFlow…) 

L’implémentation des interfaces suivantes nécessites des connaissances solides en 

programmation orientée objet. L’interface graphique est construite sur la base de 

CSS et Qtdesigner . Pour enregistrer les modèles de machine Learning, on a utilisé 

la librairie Pickle  

Pour comparer nos algorithmes, nous calculons la prime pour une seule personne : 
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Figure 25 : Calcule de la prime pure par Adaboost 

 

Figure 26 : Calcule de la prime pure par CART 

 

 Figure 27 : Calcule de la prime pure Random Forest 
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5. Conclusion 

Etant donnée la qualité des données, les résultats obtenus sont suffisants dans notre 

cas. En effet, même avec un traitement simple de données on trouve des résultats 

comparables à celles des méthodes classiques de GLM. 

Pour les deux segment la technique de bagging par l’algorithme Random Forest 

présente les meilleurs résultats dans la modélisation du coût et du fréquence. 

Pour améliorer d’avantage nos algorithmes, on a procédé par une optimisation par 

élagage. Contrairement aux paramètres de profondeur et le nombre des estimateurs   

les valeurs par défaut prises par les algorithmes de scikit_learn pour le paramètre 

d’élagage    présentent toujours les meilleurs résultats. 

Ces résultats nous encouragent à développer des algorithmes plus spécialisés dans la 

modélisation actuarielle. Dans ce sens Wuthrich, Mario V. et Buser, Christoph 

essayent de suivre le développement de ces algorithmes et leurs applications dans 

l’assurance non-vie. Ils publient chaque année une mise à jour de leur fameux article   

« Data Analytics for Non-Life Insurance Pricing ,Swiss Finance Institute Research 

Paper No. 16-68 ». Pour connaitre les nouveautés de ces techniques le lecteur est 

invité à visiter la version de 2020.  

 

***************** 
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Chapitre III : Les modèles linéaires généralisés et les réseaux de 

neurones  
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Chapitre III : Les modèles linéaires généralisés et les réseaux de neurones  

 

I. Les modèles linéaires généralisés 

1. Introduction 

L'assurance automobile est le produit d'assurance le plus avancé en termes de 

sophistication des prix. En fait, les couvertures responsabilité civile d'assurance 

automobile sont obligatoires au Maroc, ce qui conduit généralement à un 

environnement très concurrentiel. Dans de nombreux pays, les produits sont 

extrêmement segmentés. La marge bénéficiaire est généralement faible, donc la clé 

du succès est d'être large et segmenté afin de gagner la concurrence. La technique 

qui est maintenant la plus utilisée par les actuaires pour la tarification de l'assurance 

automobile est l'utilisation de modèles linéaires généralisés (GLM). Les GLM sont 

des techniques très pratiques pour modéliser les primes de risque d'assurance sur la 

base d'une régression multivariée.  

Pourtant, ils présentent au moins une lacune flagrante pour les segments à faibles 

volumes d'exposition. Cela est particulièrement vrai pour les variables de type 

catégoriques avec de nombreux niveaux sans ordre inhérent, tels que les modèles de 

voitures ou les régions géographiques. Pour ces variables, nous pouvons observer 

peu de données à certains niveaux, alors qu'il peut y avoir beaucoup de données pour 

d'autres. Par exemple, nous pouvons avoir un nombre important de modèles de 

voitures X très courants dans notre portefeuille, mais beaucoup moins de modèles Y. 

Il s'agit donc d'un véritable défi pour un petit assureur qui a des ambitions de 

croissance sur le marché de l'automobile des particuliers, en raison de son manque 

de données d'expérience suffisantes pour construire des modèles de tarification 

précis. Alors que certains assureurs enquêteraient sur des primes concurrentielles à 

répliquer, on pourrait affirmer qu'un petit assureur est voué à subir des pertes jusqu'à 

atteindre une certaine taille.  

D'un autre côté, un produit très mal segmenté pourrait conduire à une antisélection 

sévère, rendant plus difficile la pérennité de l'entreprise sur le long terme. Le but de 

cette étude est d'essayer d'aborder le problème de tarification par segmentation de 

marché, selon les modèles GLM et ensuite proposer une alternative avec la nouvelle 

technologie des méthodes par apprentissage. 

Dans l'environnement très segmenté d'aujourd'hui, les GLM se sont imposés comme 

la principale méthodologie de tarification. Cette partie GLM est basée sur la théorie 

de John Nelder and R.W.M. Wedderburn en 1972. Dans la première partie de ce 

mémoire, nous présenterons les résultats et les limites de notre modèle de coût des 

sinistres utilisant la modélisation GLM traditionnelle, après avoir rappelé la théorie 

qui l'entoure. Dans la deuxième partie, nous introduirons la théorie Machine 

Learning.  

En conclusion, nous présenterons les travaux de Jürg Schelldorfer et Mario V. 

Wuthrichsur (2020) sur l'extension des méthodes Machine Learning et leur 

combinaison avec les GLM. Permettant son application plus large à la tarification 

automobile. Sur la base de cette analyse, nous présenterons les résultats de notre 
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GLM sur notre portefeuille automobile et comparerons avec notre modèle ML. Cela 

nous aidera à évaluer l'amélioration et les limites de l'utilisation de cette 

méthodologie pour la tarification de notre portefeuille d'assurance automobile. 

2. Méthodes GLM 

Comme indiqué précédemment, la tarification segmentée permet à l'assureur de 

tarifer les risques individuels de manière plus équitable en analysant la sinistralité de 

groupes de risques similaires. Cela protège l'assureur contre l’antisélection, qui peut 

conduire à des profits insatisfaisants et à une perte de parts de marché. Une 

segmentation efficace peut fournir aux assureurs un avantage concurrentiel et peut 

aider à élargir le profil des risques que l'assureur est disposé et capable de souscrire 

de manière rentable. La technique statistique multivariée qui est rapidement devenue 

la norme pour la modélisation du coût des sinistres dans de nombreux pays et pour 

de nombreux secteurs d'activité est le modèle linéaire généralisé (GLM). Cette 

technique a été introduite dans les années 70 par Nelder & Wedderburn (1972) et 

développée par McCullagh & Nelder (1989). Le principal avantage de cette 

approche multivariée est qu'elle considère toutes les variables explicatives 

simultanément et ajuste automatiquement les corrélations d'exposition entre ces 

variables, ce qui était le principal inconvénient des approches univariées utilisées 

dans le passé. Dans cette section, nous présenterons le cadre théorique autour des 

GLM. Pour ce faire, nous rappellerons d'abord la définition des Modèles Linéaires 

Simple (MLS), et présenterons la famille exponentielle de distributions utilisées 

dans les GLM. Nous présenterons ensuite des méthodes pour estimer la qualité de 

l'ajustement et sélectionner les variables avant de valider le modèle.  

Étant donné que ce mémoire est axé sur les deux méthodes de tarification (GLM et 

Machine Learning), nous exposerons le passage modèles linéaires simples aux 

modèles GLM, pour cela on se réfère à Ducan Anderson et Sholom Feldblum 2017 ;  

puis passerons aux modèles par apprentissage pour comparer ensuite l’optimisation 

de la prédiction et de la segmentation.  

2.1 Modèles linéaires simples 

Le but des modèles linéaires simples est d'exprimer la relation entre une variable de 

réponse observée, Y (par exemple, la fréquence ou le coût des sinistres) et un 

certain nombre de covariables (également appelées variables explicatives ou 

tarifaires), X. Ces modèles considèrent les observations, Yi, comme des réalisations 

de la variable aléatoire Y.  

Les modèles linéaires conceptualisent Y comme la somme de sa moyenne et d'une 

variable aléatoire, ε 

𝑌 = μ + ε 

Le modèle suppose que :  

la valeur prédite de 𝑌, 𝜇 ,peut être écrite comme une combinaison linéaire des 

covariables, X. 

le terme d'erreur, 𝜀 , suit une loi normale de moyenne nulle et une variance 𝜎2.  
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Le modèle linéaire cherche à exprimer l'élément observé 𝑌 comme une combinaison 

linéaire d'une sélection spécifiée de variables prédictives, plus une variable aléatoire 

ε ∼ N(0, σ2). 

𝑌 = β0 +∑β𝑖

𝑛

𝑖=1

𝑋i + 𝜀  

(𝑋1, 𝑋2, … , 𝑋𝑛) sont les variables explicatives. 

(β0, β1, … , β𝑛) sont les paramètres du modèle à estimer.  

Ce modèle suppose donc que la variable observée Y suit une loi normale avec une 

moyenne β0 + ∑ β𝑖
𝑛
𝑖=1 × 𝑋i et une variance 𝜎2. Les covariables de types 

catégoriques correspondent à des variables indicatrices qui prennent la valeur 0 ou 1. 

Par exemple si la covariable 𝑋1  représente le sexe du conducteur, on aura X1  = 1 si 

le conducteur est un homme et 𝑋2  = 0 si le conducteur n'est pas un homme. Pour 

que le modèle soit défini de manière unique, nous ne devrions pas avoir de 

dépendance linéaire entre les covariables. Par exemple, si   
 
𝑋ܺ1 est l'indicateur du 

conducteur étant un homme, nous ne devrions pas ajouter d'autre covariable   
 
𝑋ܺ2 

pour indiquer que le conducteur est une femme ; auquel cas il y aurait une 

dépendance linéaire entre  𝑋2 et  𝑋1 telle que   
 
𝑋ܺ1 = 1 −  𝑋2 

 Nous introduisons les notations matricielles suivantes : 

Y est le vecteur colonne dont les composantes correspondent aux valeurs observées 

pour la variable dépendante : 

Y = (

𝑌1
𝑌2
⋮
𝑌n

) 

Xi sont les vecteurs colonnes des p covariables dont les composantes sont égales aux 

valeurs observées pour les variables indicatrices respectives (par exemple, le i ème 

élément de 𝑋1 est 1 lorsque la ième observation est un homme et 0 si une femme).  

𝑋1  = (

𝑋11
𝑋12
⋮
𝑋1n

)    𝑋2  = (

𝑋21
𝑋22
⋮
𝑋2n

)    𝑋3  =

(

 

𝑋𝑝1
𝑋𝑝2
⋮
𝑋pn)

  

β est le vecteur colonne des p+1 paramètres, et ε le vecteur des n résidus : 

𝛽 = (

𝛽0
𝛽1
⋮
𝛽p

)    ε  = (

ε 1
ε 2
⋮
ε n

) 

Pour simplifier davantage la notation, les vecteurs Xi peuvent être agrégés en une 

seule matrice X. Cette matrice dans l'exemple ci-dessus serait défini comme : 
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𝑋 =

(

 

1 𝑋11 𝑋21 ⋯ 𝑋𝑝1
1 𝑋12 𝑋22 ⋯ 𝑋𝑝2
⋮ ⋮ ⋮ ⋱ ⋮
1 𝑋1𝑛 𝑋2𝑛 ⋯ 𝑋𝑝𝑛)

  

 

Le système d'équations prend la forme : 

𝑌 =  𝑋β + ε 

 Dans le cas du modèle linéaire simple, le but est de trouver des valeurs des 

composantes de 𝛽 qui minimisent la somme des carrés des composantes de 𝜀 , c’est 

la méthode de minimisation des moindres carres ordinaires. On rappelle que cette 

méthode dans le cas de régression linéaire simple, est équivalente à la maximisation 

de vraisemblance. S'il y a n observations et p+1 paramètres dans le modèle, 𝜀 aura n 

composantes et 𝛽 aura 𝑝 + 1 composantes (𝑝 + 1 < 𝑛). Le modèle linéaire peut être 

écrit comme suit : 

𝑌 = 𝐸[𝑌] +  𝜀 avec 𝐸[𝑌] = 𝑋. β 

McCullagh et Nelder (1989) décrivent les hypothèses explicites comme suit : 

- La Composante aléatoire : chaque composante de Y est indépendante et est 

Normalement distribué. La moyenne μ𝑖 de chaque composante peut différer, 

mais ils ont tous une variance commune 𝜎2. Composante exogène : Les p 

covariables sont combinées pour donner la valeur prédite. 

-  Fonction de lien : La relation entre la moyenne et les composantes 

systématiques est spécifiée via une fonction de lien. Dans le modèle linéaire, 

la fonction de lien est égale à la fonction d'identité de sorte que : 𝐸[𝑌] =  μ =
𝑋. 𝛽  

Les modèles linéaires simples posent des problèmes assez faciles à résoudre avec 

des approches d'algèbre linéaire bien connues ; cependant, ils présentent des 

limitations pour nos buts de modélisation. En fait, il est difficile d'affirmer la 

normalité et la variance constante pour les variables de réponse. En effet si la 

variable réponse est strictement non négative alors intuitivement la variance de Y 

tend vers zéro quand la moyenne de Y tend vers zéro. Autrement dit, la variance est 

une fonction de la moyenne. De plus, les valeurs de la variable de réponse peuvent 

être restreintes à des valeurs positives. L'hypothèse de Normalité ne valide pas cette 

restriction. L'utilisation de modèles linéaires généralisés permettra de résoudre ces 

problèmes.  

Les GLM se composent d'une large gamme de modèles qui incluent des modèles 

linéaires simples comme cas particulier. Les hypothèses de restriction de normalité, 

de variance constante et d'additivité des effets sont supprimées. L’hypothèse cœur 

des GLM est que la variable de réponse est supposée suivre une loi de la famille 

exponentielle. 
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2.2 Famille exponentielle 

La famille exponentielle de distributions est une famille à 2 paramètres définie 

comme :   

𝑓(𝑦𝑖; θ𝑖; ϕ) = exp {
𝑦𝑖θ𝑖 − 𝑏(θ𝑖)

𝑎𝑖(ϕ)
+ 𝑐(𝑦𝑖; ϕ)} 

Où 𝑎(𝜑), 𝑏(𝜃) 𝑒𝑡 𝑐(𝑦, 𝜑) sont des fonctions déterministes. Les conditions imposées à ces 

fonctions sont que : 

- 𝑎𝑖 est positif et continu sur R. 

- b est une fonction définie sur R, deux fois dérivable avec une dérivée seconde positive 

- c est indépendant du paramètre θ𝑖. 

- θ𝑖 est un paramètre lié à la moyenne. 

- ϕ est le paramètre d’échelle à la variance. 

 

Ces trois fonctions sont liées par le simple fait que 𝑓 doit être une fonction de 

densité d’intégrale égale à 1 sur son domaine de définition. Différents choix pour 

𝑎𝑖(ϕ)    ܺ 𝑏(θ𝑖) et   
 
 ܺ𝑐(𝑦𝑖; ϕ)définissent une classe différente de distributions et une 

solution différente au modèle GLM. Le paramètre θ est appelé le paramètre 

canonique et ϕ le paramètre d'échelle. Un certain nombre de distributions familières 

appartiennent à la famille exponentielle parmi lesquelles on a la loi Normale, 

Poisson et Gamma qui présentent un intérêt pour l'application en assurance.  

Le tableau ci-dessous résume les lois utiles qui sont membres de la famille 

exponentielle : 

Distribution de 𝒀𝒊           𝜽 𝝋 𝒃(𝜽) 𝑬(𝒀𝒊) 𝑽𝒂𝒓(𝒀𝒊) 

Normale ~ 𝓝(𝝁,  𝛔𝟐) 𝜇  𝜎2 𝜃 
2

2⁄  𝜇  𝜎2 

Poisson ~ 𝓟(𝝀) 𝑙𝑛(𝜆) 1 𝑒𝑥𝑝(𝜃) 𝜆 𝜆 

Gamma ~ 𝜞(𝝁,𝜶) −1 𝜇⁄  1
𝛼⁄  −𝑙𝑜𝑔 (−𝜃) 𝜇 𝜇 

𝛼2
⁄  

Binomiale 

~
𝓑(𝒏, 𝒑)

𝒏⁄  

𝑙𝑜𝑔 (
𝑝

1 − 𝑝
)   

1

𝑝
 

𝑙𝑜𝑔 (1
+ 𝑒𝑥𝑝(𝜃)) 

𝑛𝑝 𝑛𝑝(1 − 𝑝) 

Inv. Gauss 

~ 𝓘𝓖(𝝁, 𝝈𝟐)   
−1 2𝜇2⁄   𝜎2 −(−2𝜃)

1
2⁄  𝜇 𝜇 3

𝜎2
⁄  

Tableau 9 : Lois de famille exponentielle 

Un membre de la famille exponentielle a les deux propriétés suivantes : 
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- La distribution est complètement spécifiée par sa moyenne et sa variance.  

- La variance de 𝒀𝒊 est une fonction de sa moyenne. Cette seconde propriété est 

faite en exprimant la variance sous la forme : 

𝑉𝑎𝑟(𝑌𝑖) =
ϕ𝑉(μ𝑖)

ω𝑖
 

Où V(x), appelée fonction de variance, est une fonction spécifiée ; le paramètre 

𝜙 met à l'échelle la variance ; et 𝜔𝑖 est une constante qui attribue un poids à 

l'observation i.  

Dans notre analyse, nous ne considérerons qu'une sous-classe de la famille 

exponentielle de distributions, celles qui ont :  

𝑉(μ𝑖) = μ𝑖
𝑝
 

 Cette sous-classe comprend les principales distributions utiles en assurance (telles 

que Poisson et Gamma).  

 

Paramètre d'échelle :  

Dans certains cas (par exemple la distribution de Poisson), le paramètre d'échelle 𝜙 

est identique à 1 et sort entièrement de l'analyse GLM (ce qui est le cas dans notre 

étude). Cependant, en général et pour les autres distributions exponentielles 

familières, 𝜙 n'est pas connu à l'avance, et dans ces cas, il doit être estimé à partir 

des données.  

Pour plus de détails sur la façon d'estimer le paramètre d'échelle, on se référera à J. 

A. NELDER(1972).  

La valeur correspondante de la fonction de variance est résumée dans le tableau ci-

dessous : 

 

Distribution de 𝒀𝒊 𝑝 𝑉(𝑥) 

Normale ~ 𝓝(𝝁,  𝛔𝟐) 0 1 

Poisson ~ 𝓟(𝝀) 1 𝑥 

Gamma ~ 𝜞(𝝁,𝜶) 2 𝑥2 

Tableau 10 : Fonctions de variance des lois de famille exponentielle usuelles 

Pour chaque observation 𝒀𝒊, nous supposons un paramètre canonique différent 

𝜃𝑖  different mais le paramètre d'échelle 𝜙 est le même pour toutes les observations. 

On suppose en outre que les fonction 𝑎(ϕ), 𝑐(𝑦𝑖; ϕ), 𝑏(θ𝑖)sont les mêmes pour tous. 

Ainsi, chaque observation provient de la même classe au sein de la famille 
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exponentielle, mais permettre à θ de varier correspond à permettre à la moyenne de 

chaque observation de varier. 

 De plus, les paramètres θ𝑖 𝑒𝑡 𝜙 captent les informations de moyenne et de variance 

sur𝒀𝒊. 

On peut montrer que pour cette famille de distributions  

μ𝑖 = 𝐸(𝑌𝑖) = 𝑏
′(θ𝑖) 

𝑉𝑎𝑟(𝑌𝑖) = 𝑏
′′(θ𝑖) ⋅ 𝑎(ϕ) 

Avec b’ la dérivée de b est par rapport à 𝜃  

Pour la démonstration de ces relations se référer à J. A. NELDER(1972).  

La première relation montre que le paramètre canonique est essentiellement 

équivalent à la moyenne la deuxième relation peut être interprété comme établissant 

que la variance est une fonction de la moyenne multipliée par un paramètre 

d’échelle. Ceci est conforme à la relation (1.9) que nous avons déjà vue ci-dessus. 

Le tableau ci-dessous exprime la moyenne, la fonction de variance et les paramètres 

d'échelle pour les distributions respectives : 

Distribution de 𝒀𝒊 𝝁(𝜽 ) 𝝋 𝑉(𝝁) 

Normale ~ 𝓝(𝝁,  𝛔𝟐) 𝜽 𝜎2 1 

Poisson ~ 𝓟(𝝀) 𝑒𝑥𝑝(𝜽) 1 𝝁 

Gamma ~ 𝜞(𝝁,𝜶) −1 𝜽⁄  1
𝛼⁄  𝝁2 

Tableau 11 : Tableau des moyennes, fonctions de variance et paramètres d'échelle 

Maintenant que nous avons défini la famille exponentielle des distributions, nous 

allons présenter leur utilité dans les GLM. 

2.3 Modèles linéaires généralisés  

Dans les modèles linéaires simples, la variable de réponse est supposée suivre une 

distribution normale, avec une variance constante pour chaque observation.  

Dans les GLM, ces limitations sont supprimées. Au lieu de cela, la variable de 

réponse est supposée suivre une loi de la famille exponentielle des distributions. Par 

conséquent, la variance peut varier avec la moyenne. Nous pouvons exposer les 

hypothèses suivantes pour les GLM :  

- Composantes aléatoires : chaque composante de Y est indépendante et 

appartient à l'une des familles exponentielles. 

- Composantes exogènes : Les p-variables explicatives sont combinées pour 

donner le « prédicteur linéaire »  
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- La fonction de lien : La relation entre les composantes moyenne et 

systématique est spécifiée via une fonction de lien, 𝑔 , qui est dérivable et 

monotone telle que : 

𝐸[𝑌] = 𝜇 = 𝑔−1(𝑋𝛽) 

Le choix de la fonction de lien est donc très important selon le type de variable 

réponse que l'on veut modéliser. Le tableau suivant présente le formulaire type 

utilisé dans la tarification des assurances : 

Y 𝐹𝑟𝑒𝑞𝑢𝑒𝑛𝑐𝑒 𝑑𝑒 𝑠𝑖𝑛𝑖𝑠𝑡𝑟𝑒𝑠 𝒄𝒐𝒖𝒕 𝒎𝒐𝒚𝒆𝒏𝒔 𝒅𝒆𝒔 𝒔𝒊𝒏𝒊𝒔𝒕𝒓𝒆𝒔 

Fonction de lien 𝑙𝑜𝑔𝑎𝑟𝑖𝑡ℎ𝑚𝑒 𝑙𝑜𝑔𝑎𝑟𝑖𝑡ℎ𝑚𝑒 

Fonction de 

distribution 

𝑝𝑜𝑖𝑠𝑠𝑜𝑛 𝑮𝒂𝒎𝒎𝒂 

Tableau 12 : Fonctions de lien 

Une fois que nous avons défini la forme du modèle (variable de réponse, 

covariables, fonction de lien et de distribution), nous devons estimer les 

composantes de β  

Pour ce faire, nous maximiserons la fonction de vraisemblance. Par définition, cette 

méthode cherche à trouver les paramètres qui, appliqués à la forme supposée du 

modèle, produisent les données observées avec la probabilité la plus élevée. La 

vraisemblance est définie comme le produit des probabilités d'observer chaque 

valeur de la variable 𝑌. Pour les distributions continues telles que les distributions 

normale et gamma, la fonction de densité de probabilité est utilisée à la place de la 

probabilité. Il est habituel de considérer le log de la vraisemblance car étant une 

somme d'observations plutôt qu'un produit, cela donne des calculs plus faciles à 

gérer (et tout maximum de vraisemblance est également un maximum de log-

vraisemblance, grâce à la continuité et à la stricte monotonie de fonction 

logarithme). 

Voici un exemple du processus de résolution :  

A partir de la définition de la famille exponentielle, nous pouvons voir que 

θ𝑖 = 𝑏
′−1(μ𝑖) = ℎ(μ𝑖) 

Avec 

ℎ = 𝑏′−1 

De plus nous avons  

μ𝑖 = 𝑔
−1 (β0 +∑β𝑘

𝑝

𝑘=1

⋅ 𝑋𝑖𝑘) 
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On peut donc écrire que : 

θ𝑖 = ℎ(𝑔
−1 (β0 +∑β𝑘

𝑝

𝑘=1

⋅ 𝑋𝑖𝑘)) 

Écrivons la fonction du maximum de vraisemblance :  

𝑙(𝑦1, 𝑦2, … , 𝑦𝑛, θ1, θ2, … , θ𝑛) =∏𝑓(𝑦𝑖, θ𝑖)

𝑛

𝑖=1

 

D’où 

𝑙(𝑦1, 𝑦2, … , 𝑦𝑛, β0, β1, … , β𝑝) =∏𝑓(𝑦𝑖 , ℎ (𝑔
−1 (β0 +∑β𝑘

𝑝

𝑘=1

⋅ 𝑋𝑖𝑘)))

𝑛

𝑖=1

 

 

On peut alors estimer les paramètres β𝑖 en résolvant le système de p équations  

∂ ln 𝑙 (𝑦1, 𝑦2, … , 𝑦𝑛, β0, β1, … , β𝑝)

∂β𝑘
= 0 

On va obtenir un ensemble d'estimations de paramètres pour le modèle β̂ =

(β0̂, β1̂, … , β𝑝̂) 

En pratique, le grand nombre d'observations auxquelles nous avons affaire fait que 

la résolution du système d'équation se fait rarement algébriquement. A la place, des 

techniques numériques (et en particulier des algorithmes de Newton-Raphson) sont 

utilisées.  

 

2.4 L’Offset  

Une caractéristique importante qui sera utile dans notre modèle GLM est 

l'introduction d'un paramètre Offset. Dans certains cas, l'effet d'une variable 

explicative est connu. Dans ce cas, plutôt que d'estimer les paramètres 𝛽i pour cette 

variable, il convient d'inclure des informations sur cette variable dans le modèle en 

tant qu'effet connu. Ceci peut être réalisé en introduisant un « Offset » ζ dans la 

définition du prédicteur linéaire  

η = 𝑋β + ζ  

 On obtiendra donc  

𝐸[𝑌] = μ = 𝑔−1(η) = 𝑔−1 (𝑋β + ζ) 
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Par exemple, l’offset peut être utilisé lors de l'ajustement d'un GLM sur le nombre 

de sinistres. Étant donné que le nombre de réclamations est proportionnel à la 

mesure de l'exposition ; nous pouvons définir le terme Offset pour être égal au 

logarithme de l'exposition de chaque observation. Il en résultera un modèle de 

fréquence multiplié par l'exposition. 

2.5 Qualité d’ajustement 

Un enjeu clé lors de l'exécution d'un modèle de coût des pertes à l'aide de GLM est 

de sélectionner les bonnes variables explicatives. C'est une phase importante de 

l'analyse et nécessite un bon sens de modélisation de la part de l'analyste, l'objectif 

est de faire un compromis pour choisir le meilleur modèle qui va : 

- Expliquer (ou ajuster) le mieux la variable de réponse Y.  

- Avoir le moins de variables explicatives possible pour être une méthode de 

prédiction robuste. 

En effet, plus nous introduisons de covariables, plus la modélisation de la variable 

réponse sera précise. Cependant nous serons confrontés à un risque de 

surajustement. En réalité, il n'est pas possible pour un modèle de décrire 

parfaitement la variable de réponse étant donné que l’expression de Y inclut un bruit 

aléatoire d’observation. 

Le surajustement se produit lorsqu'un modèle décrit une erreur aléatoire ou un bruit 

au lieu de la relation sous-jacente. Cela se produit généralement lorsqu'un modèle 

est excessivement complexe, par exemple en ayant trop de paramètres par rapport au 

nombre d'observations. Un modèle qui a été sur-ajusté aura généralement des 

performances prédictives médiocres.  

Afin d'estimer la qualité du modèle, on utilisera différentes méthodes statistiques, 

notamment la Déviance et le Khi-carré de Pearson.  

o La Déviance : la déviance est une mesure de la différence entre les 

valeurs ajustées et les observations. La définition de la déviance D est 

la suivante : 

𝐷 = 2ϕ∑[ln 𝑙 (𝑦𝑖 , 𝑦𝑖) − ln 𝑙 (𝑦𝑖, μι̂)]

𝑛

𝑖=1

 

 

𝜙 est le paramètre d'échelle 

𝑙(𝑦𝑖, 𝑦𝑖) est la vraisemblance « saturée » qui correspond à la vraisemblance au 

cas où les paramètres seraient exactement égaux aux observations ; cela 

implique que le nombre de paramètres est égal au nombre d'observations, et 

donc la vraisemblance saturée serait la vraisemblance maximale réalisable. 

𝑙(𝑦𝑖, 𝜇𝑙̂) est la vraisemblance avec notre moyenne estimée𝜇𝑙̂. 
Par conséquent, la déviance représente la différence entre la vraisemblance 

maximale réalisable et la vraisemblance de notre modèle. Plus le modèle est 

bon, plus la valeur de la déviance est faible.  
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o Khi-carré de Pearson : le Khi carré de Pearson   est une autre 

statistique qui évalue la qualité globale de l'ajustement du modèle. Il 

est défini comme suit : 

𝜒2 =∑
(𝑦𝑖 − 𝜇𝑖̂)

2

𝑣𝑎𝑟(𝜇𝑖̂)

𝑛

𝑖=1

 

 

Ces statistiques indiquent dans quelle mesure le modèle correspond aux 

observations, mais elles ne tiennent pas compte du nombre de paramètres utilisés. 

C'est pourquoi d'autres statistiques ont été créées comme les statistiques AIC et BIC.  

La logique derrière est que l'inclusion d'un paramètre supplémentaire doit être 

pénalisée ; ce qui est logique car nous visons à sélectionner le meilleur modèle qui 

donne le meilleur ajustement avec le moins de variables possible.  

-  AIC (Akaike Information Criterion) : la statistique AIC est la suivante : 

 

𝐴𝐼𝐶 = −2 ln 𝑙 (𝑦𝑖, μ𝑙̂) + 2𝑝 

 

avec p est le nombre de paramètres estimés dans le modèle. On a également 

une forme alternative de l'AIC, qui est l'AIC corrigé donné par : 

𝐴𝐼𝐶𝑐 = −2 ln 𝑙 (𝑦𝑖, μ𝑙̂) + 2𝑝
𝑛

𝑛 − 𝑝 − 1
 

 

où n est le nombre total d'observations utilisées. AIC corrigé est généralement 

utilisé pour un échantillon où le nombre d'observations n est faible ou le 

nombre de paramètres p est grand ; par conséquent, l'AIC corrigé pénalisera 

davantage l'inclusion d'une variable explicative supplémentaire.  

 

- BIC (Bayesian Information Criterion) : la statistique BIC est une mesure 

similaire à l'AIC et est définie comme suit : 

𝐵𝐼𝐶 = −2 ln 𝑙 (𝑦𝑖 , 𝜇𝑙̂) + 𝑝 ⋅ log(𝑛) 
 

Ces statistiques sont utilisées pour comparer les modèles entre eux. 

La règle générale est que plus la faible la statistique, meilleur est le modèle. 

Ceci est utilisé lorsqu'il s'agit de sélectionner un sous-ensemble de 

covariables en examinant le modèle incluant et excluant la variable.  

 

Sélection des variables  

 

Comme point de départ d'un nouveau modèle, il est utile d'utiliser des 

méthodes pas à pas pour sélectionner le sous-ensemble de covariables. Les 

méthodes les plus couramment utilisées sont la méthode forward ou 

backward. La méthode pas à pas ou stepwise est une méthode itérative qui 

consiste à tester l'inclusion d'une nouvelle variable dans le modèle et à 
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regarder l'impact sur la déviance avant et après inclusion pour tester sa 

significativité. La méthode suit les étapes suivantes :  

o Essayer toutes les covariables séparément dans un modèle à variable 

unique. 

o Sélectionner la variable qui présente le meilleur ajustement (déviance 

la plus faible). 

o Sélectionner la deuxième variable qui, associée à la première, donne le 

meilleur ajustement global. 

o Répéter ces étapes jusqu'à ce que l'inclusion d'une nouvelle variable 

n'apporte plus de valeur à l'ajustement. 

Dans la méthode pas à pas, nous commencerons par un modèle incluant 

toutes les variables. Nous supprimerons ensuite la covariable la moins 

significative, et ainsi de suite jusqu'à ce que la suppression d'une covariable 

affecte de manière significative la qualité de l'ajustement global. Afin de 

déterminer si l'inclusion d'une nouvelle covariable est significative ou non, 

nous pouvons effectuer différents tests :  

- Des tests statistiques, comme le test Chi carré. Cette méthode consiste à tester 

l'hypothèse nulle « Les deux modèles (avec et sans la variable) sont 

essentiellement les mêmes ». Si le test rejette l'hypothèse, nous pouvons 

utiliser le modèle le plus complexe incluant la variable. Les détails de la 

méthodologie se trouvent dans Diana Mindrila et Phoebe Balentyne(2013).  

- Jugement : Bien que l'utilisation des statistiques soit importante pour la 

sélection d'une variable, il est essentiel de faire preuve de jugement et de bon 

sens. Il est donc important de vérifier également si le modèle est logique et 

intuitif.  

- Variance des estimations des paramètres : L'estimation de la variance de 𝛽̂ est 

possible grâce à la nature asymptotique de l’estimateur de maximum de 

vraisemblance. Sous certaines hypothèses de régularité, l'estimateur du 

maximum de vraisemblance est asymptotiquement convergent suivant une loi 

normale. De plus, sa moyenne est égale la valeur réelle et sa variance égale à 

l'inverse de la matrice d'information de Fisher. 

On peut écrire : 

√𝑛(𝛽̂ − 𝛽) ⟶ 𝑁(0, 𝐼−1̂) 

 

avec 𝐼 l'estimateur de la matrice d'information de Fisher  

𝐼𝑗,𝑘̂ = 𝐸 [
∂ ln 𝑙

∂β𝑗̂
⋅
∂ ln 𝑙

∂β𝑘̂
] 

 

On obtient donc l'intervalle de confiance à 95% pour le paramètre 𝛽̂  

[β𝑖̂ − 1.96 × √𝐼𝑖,𝑖−1̂ ;  β𝑖̂ + 1.96 × √𝐼𝑖,𝑖−1̂] 

 

Cet intervalle est également appelé intervalle de confiance de Wald. Plus 

l'intervalle près de la courbe estimée est petit, plus les paramètres sont précis, 
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meilleur est le modèle. Un test très utilisé consiste à tracer une ligne 

horizontale à partir de la base de niveau, si la ligne peut traverser l'intervalle 

de confiance, nous pouvons décider de ne pas inclure la variable étant donné 

que l'incertitude autour des paramètres estimés est trop élevée.  

Consistance dans le temps : ce test consiste à vérifier l'évolution des 

paramètres lorsqu'ils interagissent avec une variable temporelle (ex : année 

d'accident). Si le facteur affiche un modèle cohérent au fil du temps, nous 

pouvons être plus sûrs que le modèle est prédictif de l'avenir. 

2.6 Validation du modèle 

La validation du modèle est une étape importante des modèles linéaires généralisés. 

Elle consiste à vérifier que le modèle est approprié, c'est-à-dire qu'il est prédictif et a 

un bon pouvoir explicatif. Il vérifie donc qu'il n'y a pas de surajustement. Pour ce 

faire, on utilisera différents tests que nous mentionnons ci-dessous :  

- Analyse des résidus : Diverses mesures de résidus peuvent être dérivées pour 

montrer, pour chaque observation, comment la valeur prédite diffère de 

l'observation réelle. En pratique, nous utiliserons la déviance et les résidus de 

Pearson, qui sont liés aux statistiques de Déviance et de Khi-carré de Pearson. 

Nous donnerons une définition conceptuelle :  

Le résidu de Déviance 𝑟𝑖
𝑑 d'une observation i représente la contribution 

de l'observation i à la Déviance total du modèle, on peut donc écrire :  

𝐷 =∑𝑟𝑖
𝑑

𝑛

𝑖=1

 

 

De même, le résidu de Pearson 𝑟𝑖
𝑝
 d'une observation i représente la contribution de 

l'observation a la statistique de Pearson, on peut donc écrire  

χ2 =∑𝑟𝑖
𝑝

𝑛

𝑖=1

 

𝑟𝑖
𝑑 𝑒𝑡 𝑟𝑖

𝑝
 Ont le même signe que le résidu brut 𝑦𝑖 − μ𝑖̂. Le test consiste donc à 

observer le nuage de points des résidus par rapport à la valeur estimée μ𝑖̂ en 

abscisse. Si la fonction d'erreur qui a été supposée est appropriée, nous nous 

attendrions à ce que les résidus soient distribués symétriquement autour de l'axe 

zéro, sans tendance évidente du nuage de points. Nous supposerons alors que le 

terme d'erreur reflète purement le bruit.  

Par exemple, dans le nuage de points ci-dessous qui montre la déviance résiduelle 

d'un modèle hypothétique : de gauche à droite du graphique, la moyenne générale et 

la variance des résidus sont raisonnablement constantes, ce qui suggère que la 

fonction de variance supposée est appropriée : 
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Figure 28 : Variance constante des résidus 

 

Au contraire dans le graphique ci-dessous, nous observons que la variance augmente 

avec la valeur prédite. Cela indique qu'une fonction d'erreur inappropriée peut avoir 

été sélectionnée et que la variance des observations augmente avec les valeurs 

ajustées dans une plus grande mesure qu'on ne l'avait supposé. Nous ne devrions pas 

valider ce modèle : 

 

Figure 29 : Variance croissante des résidus 

 

Subdivision de base de données :  

Une méthode couramment utilisée consiste à comparer la prédiction du modèle sur 

un échantillon à retenir de la base de données initiale. En utilisant un jeu de données 

de test, nous pouvons vérifier la prédictivité du modèle ou s'il est sur-ajusté. Nous 

avons divisé les données en deux sous-ensembles avant la modélisation :  

- Données de modélisation, pour construire le modèle (80 % à 90 % des 

données totales).  

- Données de test, utilisées pour comparer les prévisions aux données réelles.  

Le test consistera à comparer les prédictions du modèle sur le jeu de données de test 

par rapport à ses observations réelles. Les données de test sont généralement 

sélectionnées au hasard dans l'échantillon. Une autre option consiste à retester le 

modèle sur les données du futur trimestre ; dans ce cas, l'échantillon retenu serait les 

données de la période future. 
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Un diagnostic important à examiner est la corrélation entre les variables. Lors de 

l'analyse d'une variable à inclure dans le modèle, il est important de considérer les 

variables qui sont corrélées à celle-ci ; par conséquent, une variable fortement 

corrélée peut capturer l'effet de la variable considérée lorsqu'elle est introduite. Nous 

préférerons donc inclure d'abord la variable que nous considérons comme ayant 

l'effet principal. Nous essaierons ensuite d'ajouter les autres facteurs corrélés pour 

voir s'ils apportent une prédiction supplémentaire au modèle. Après l'analyse de 

corrélation, nous allons estimer les ensembles de variables.  

2.7 Modèles ZIP 

Une variante des modèles GLM utilisée pour l’ajustement en fréquence des sinistres, 

sont les modèles ZIP (Zero Inflated Poisson). 

Ces modèles tiennent compte du fait que la probabilité de déclarer 0 sinistre ne 

concorde pas avec une P(0) de Poisson. En effet, on remarque qu’il y a beaucoup de 

personnes qui ont déclaré 0 sinistres, et cela constitue une sorte d’inflation des 

observations de 0 sinistre. 

Le principe de ces modèles est le suivant : 

On dit qu’une variable aléatoire X suit une loi de poisson avec inflation zéro, notée  

𝑋 ~ 𝑍𝐼𝑃(π, λ) 

Si la fonction de probabilité de X s’écrit sous la forme : 

𝑃(𝑋 = 𝑘) = {

π + (1 − π) exp(−λ)  si 𝑘 = 0

(1 − π) exp(−λ)
λ𝑘

𝑘!
 si 𝑘 ∈ {1,2, … }

} 

Ou 0 ≤ π ≤ 1, 

Et  λ ≥ 0 est le paramètre de la loi de poisson usuelle. 

Le paramètre 𝜋 donne la probabilité d’être un excès de 0, quand cette probabilité est 

nulle, 𝑍𝐼𝑃(𝜋, 𝜆) se réduit à 𝑃(𝜆).  

La moyenne et la variance de 𝑍𝐼𝑃(𝜋, 𝜆) sont comme suit : 

𝐸(𝑋) = λ(1 − π) ;    𝑉(𝑋) = λ(1 − π)(1 + λπ) 

II. Les Réseaux de neurones 

1. Introduction : 

Dans cette partie, nous examinerons en détail l'une des techniques d'apprentissage 

automatique les plus avancées : les réseaux de neurones. Nous commencerons par 

présenter le principe du réseau de neurones, appelé modèle Perceptron, afin de 

comprendre les trois mécanismes de base partagés par chaque type de réseau : le 

feedforward, la descente de gradient (et sa variante stochastique) et la 

rétropropagation. Après avoir établi les bases, nous examinerons en détail les 

réseaux de neurones multicouches Perceptron. Au final, nous appliquerons les 

connaissances acquises à notre probleme de tarification. 
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Inutile de le nier, d'année en année, les ordinateurs deviennent capables de nous 

surpasser dans plusieurs tâches. Ils peuvent penser plus vite que nous, résoudre les 

problèmes mieux que nous et conserver des informations plus longtemps que nous. 

Est-il possible qu'un jour ils puissent apprendre mieux que nous ? Cette question 

menaçante mais révolutionnaire est peut-être sur le point d'obtenir une réponse grâce 

au Machine Learning en général et aux réseaux de neurones en particulier. L'histoire 

des réseaux de neurones a commencé en 1958 avec la création de l'algorithme 

perceptron par Rosenblatt. L'algorithme a été utilisé à l'origine au Cornell 

Aeronautical Laboratory pour résoudre les problèmes de classification pour la 

reconnaissance d'images, et il est devenu une source de debat au sein de la 

communauté de l'IA lorsque, lors d'une conférence de 1958 organisée par l'US 

Navy, New York Times a rapporté que le perceptron était « l'embryon d'un 

ordinateur électronique » qui sera capable de marcher, de parler, de voir, d'écrire, de 

se reproduire et d'être conscient de son existence. Une fondation aussi prometteuse a 

suscité l'intérêt des chercheurs, conduisant à des résultats intéressants tels que le 

modèle biologique de Hubel et Wiesel, basé sur leurs découvertes du cortex visuel 

primaire, et le premier réseau fonctionnel multicouche d'Ivakhnenko et Lapa. 

Cependant, les efforts de recherche se sont arrêtés après que Minsky et Papert ont 

publié « Perceptrons: An Introduction to Computational Geometry » (1969), car 

leurs résultats ont mis en évidence deux défauts majeurs dans le modèle perceptron à 

savoir, l'incapacité du perceptron à traiter des données séparables de manière non 

linéaire (c'est-à-dire des données qui, une fois tracées sur un graphique, ne peuvent 

pas être séparées en deux classes distinctes par une ligne droite) et l'inefficacité de 

calcul des grands réseaux de neurones. Ces problèmes ont finalement été résolus par 

Werbos (1975), qui a créé l'algorithme de rétropropagation qui a rendu les grands 

réseaux réalisables du point de vue informatique. Comme il avait déjà été prouvé 

que les réseaux multicouches étaient capables de contourner le problème de la 

séparabilité non linéaire, les réseaux de neurones ont été relancés. 

2. Le modèle perceptron  

L'idée derrière les réseaux de neurones (NN) est assez simple : créer une structure 

informatique qui imite, au moins conceptuellement, le fonctionnement du cerveau 

humain. Cela ne signifie pas que les NN offrent une réplique fidèle du 

fonctionnement interne de l'esprit humain - cela signifie que, tout simplement, les 

NN empruntent l'idée de répartir la charge de travail de calcul entre différents 

"neurones" capables de communiquer entre eux par le biais d'adaptations de chemins 

qui peuvent changer en réponse à des stimuli externes. Afin de comprendre 

comment cette idée se traduit dans les langages des mathématiques et 

d'informatique, introduisons le « neurone » de base de notre « cerveau artificiel » : le 

perceptron. Le perceptron est défini dans le livre « Perceptrons » de Minsky et 

Papert (1969) comme « un dispositif capable de calculer toutes les combinaison 

linéaires d’un ensemble donné. En termes simples, cela signifie que, étant donné un 

vecteur d'entrées 

𝒙 = (𝑥1, 𝑥2, … , 𝑥𝑛) 
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Et un vecteur de poids  

𝒘 = (𝑤1, 𝑤2, … , 𝑤𝑛) 

Le perceptron peut calculer le produit scalaire  

𝒙 ⋅ 𝒘 =∑𝑥𝑖𝑤𝑖

𝑛

𝑖=1

 

Un perceptron simple qui utilise les vecteurs 𝒙 et de taille n est rapporté sur la 

Figure ci-dessous.  

 

 

Figure 30 : Schéma conceptuel d'un seul perceptron/neurone 

Nous pouvons observer que, si nous supposons que les composantes de 𝒙 sont fixes 

tout en changeant les composantes de 𝒘, le perceptron peut calculer toutes les 

combinaisons linéaires des éléments d'entrée stockés dans ce vecteur. Cette 

opération simple n'est pas la seule calculée par un perceptron. En fait, il manque à la 

figure deux éléments essentiels du perceptron moderne : le biais et la fonction 

d'activation.  

- Le biais 𝑏 ∈ 𝑅 est une valeur scalaire qui est ajoutée au produit scalaire 𝒙 ⋅ 𝒘. 

Cette valeur influencera le degré d'activité du perceptron.  

- La fonction d'activation  

𝑓: 𝑅 → 𝑅 

est une fonction à valeur réelle qui prend la sortie du calcul précédent  

𝒙 ⋅ 𝒘 + 𝑏 

et lui associe un ensemble de valeurs réelles qui peuvent être utilisées de 

manière significative soit comme élément d'entrée par un autre perceptron 

(hidden input) ou en sortie de l'ensemble du réseau (output).  

Avant de poursuivre, rassemblons simplement les quelques notions 

introduites jusqu'à présent pour établir le modèle complet d'un perceptron. Ce 

« bloc de construction » est essentiellement un opérateur mathématique qui 

prend les vecteurs 𝒙 et 𝒘 comme entrées, calcule l'opération 𝒙 ∙ 𝒘 + 𝑏 et 

donne le résultat de ce calcul via une fonction à valeur réelle 𝑓. Ainsi, nous 

pouvons écrire de manière compacte la sortie 𝑦 d'un seul perceptron sous la 

forme 

 

𝑦 = 𝑓(𝒙 ⋅ 𝒘 + 𝑏) 
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Un schéma exhaustif d'un seul perceptron est présenté sur la figure.  

 

 

Figure 31 : Schéma exhaustif d'un seul perceptron 

 

 

3. Les réseaux de neurones multicouches 

 La structure de neurones que nous venons d'introduire ne semble pas du tout 

puissante. En fait, on peut même dire qu'elle est beaucoup trop simple pour pouvoir 

effectuer toutes ces opérations, telles que la tarification, les prédictions boursières et 

la reconnaissance d'images, qui a rendu les NN célèbres tant dans le monde 

académique, professionnel, commercial ou même auprès du grand public. En fait, un 

seul perceptron est presque totalement inutile : la vraie force des NN consiste à 

utiliser de grands réseaux en couches constitués d'un nombre de perceptrons pouvant 

aller à des milliers voir à plusieurs centaines de milliers. 

 

Figure 32 : Schéma d’un réseau de neurones à deux couches cachées 

Dans cette partie, on va présenter les réseaux de neurones feed-forward.  

Il existe deux types de réseaux de neurones feed-forward:  

les réseaux de neurones feed-forward superficiel qui ont une seule couche cachée et 

les réseaux de neurones feed-forward profonds qui ont deux ou plus de couches 

cachées. Une illustration d'un réseau de neurones superficiel et d'un réseau de 

neurones profond (avec deux couches cachées) est donnée par les figures suivantes.  
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Figure 33 : Réseau de neurones profonds, 9 entrées, 2 couches cachées 𝑞1 = 10 𝑒𝑡 𝑞2 = 7 

 

Figure 34 : Réseau de neurones superficiel, 9 entrées, une couche cachée  𝑞 = 20 

Une introduction appliquée à l'utilisation des réseaux de neurones feed-forward est 

donnée par Nielsen, et les réseaux de neurones profonds dans les livres de Ferrario 

al. et Schelldorfer–Wuthrich. 

4. Préparation des variables tarifaires pour les réseaux de neurones 

Pour les variables catégoriques, on commence généralement par un codage binaire 

pour obtenir des caractéristiques numériques. Dans l’apprentissage des réseaux de 

neurones, les variables continus ont également besoin de traitement. La raison est 

que l'on utilise souvent la méthode de descente de gradient (expliquée plus tard) 

pour l'ajustement du modèle. Cette méthode nécessite que toutes les variables vivent 

à une échelle similaire, sinon elle ne fonctionne pas correctement. Par conséquent, 

nous appliquons des transformations strictement monotones appropriées à toutes les 
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variables tarifaires. La transformation strictement monotone la plus simple est 

fournie par l'application suivante  

𝑥𝑙 ↦ 𝑥𝑙
∗ = 2

𝑥𝑙 −min 𝑥𝑙
max 𝑥𝑙 −min 𝑥𝑙

− 1 ∈ [−1,1] 

Où ici le minimum et le maximum correspondent à la valeur minimale et maximale 

du domaine de la variable tarifaire 𝑥𝑙 (supposé borné). En pratique, on choisit 

souvent la valeur minimale et maximale de 𝑥𝑙 sur le portefeuille considéré. Si 𝑥𝑙 
permet des valeurs aberrantes, alors la transformation précédente ne fournira pas un 

résultat utile pour l'application de la méthode de descente du gradient. Dans ce cas, il 

faut faire un traitement au préalable des valeurs aberrantes ou bien appliquer une 

transformation monotone différente tel que la standardisation. Les variables 

transformées résultantes 𝑥𝑙
∗ devraient ressembler à des échantillons uniformément 

distribués sur [−1, 1]. 

Pour ce qui suit, on désigne à nouveau l'espace des variables transformés par 𝒳, où 

maintenant toutes les variables tarifaires ∈ [−1,1]. 

On se contentera dans la partie théorique de traiter l’approche fréquence des 

sinistres, une approche analogue peut être faite pour le coût moyen par sinistre. 

5. Réseau superficiel pour fréquence de sinistres 

Pour la modélisation des réseaux de neurones, nous faisons les hypothèses suivantes.  

Hypothèses du modèle (Modèle de réseau de neurones superficiel)  

Soit 𝑞 ∈ 𝑁 et soit la fonction de régression 𝜆:𝒳 → 𝑅+ définie par 

𝒙 ↦ λ(𝒙) = 𝛽0 +∑𝛽𝑗𝑧𝑗(𝒙)

𝑞

𝑗=1

 

 Ou 𝑧𝑗(𝒙) sont des neurones cachés tel que pour tout 𝑗 = 1,… , 𝑞  

𝒙 ↦ 𝑧𝑗(𝒙) = 𝜙(𝑤𝑗,0 +∑𝑤𝑗,𝑙𝑥𝑙

𝑑

𝑙=1

) 

le paramètre de réseau  

𝜽 = (𝛽0, … , 𝛽𝑞 , 𝑤1,0, … , 𝑤𝑞,𝑑)
′
∈ 𝑅𝑞+𝟙+𝑞(𝑑+𝟙) 

et la fonction d'activation ( qui peut être non linéaire) 

𝜙:𝑅 → 𝑅 

Remarques 

Le paramètre 𝑞 ∈ 𝑁 peut être considéré comme un paramètre qui détermine 

l'architecture et la complexité du réseau. La sélection du modèle peut optimiser ce 

paramètre, souvent il est simplement choisi "suffisamment" grand pour offrir un 

grand champ de liberté au réseau pendant son apprentissage, une examination de 𝜽  

peut conduire à une simplification du réseau par la suite.  
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Les fonctions d'activation les plus courantes sont les suivantes  

𝜙(𝑥) =

{
 
 

 
 

1

1 + 𝑒−𝑥
  logit

tanh(𝑥) tangente hyperbolique

𝟙{𝑥≥𝟘}  Indicatrice

𝑥𝟙{𝑥≥𝟘}  rectified linear unit (ReLU)  }
 
 

 
 

 

Les fonctions d'activation logit et tangente hyperbolique sont dérivables ce qui 

constitue un avantage dans l’ajustement du modèle car la méthode de descente de 

gradient nécessite le calcul différentiel.  

La puissance des réseaux de neurones est expliquée par le théorème de Cybenko et 

Hornik : 

Toute fonction continue et compacte 𝑓:𝒳 → 𝑅 peut être approchée (en norme sup) 

par une fonction de réseau de neurones pour un certain rang 𝑞 ∈ 𝑁. Cela signifie que 

la famille des réseaux de neurones fournit une base dense pour les fonctions de 

régression continues et définies compactes. Des résultats similaires sont valables 

pour d'autres fonctions d'activation (non polynomiales). Ces résultats sont 

communément appelés théorèmes d'universalité. Ces théorèmes d'universalité 

expliquent également que d'un point de vue approximatif, les réseaux de neurones 

superficiels sont suffisants. Cependant, d'un point de vue informatique, les réseaux 

de neurones profonds peuvent avoir de meilleures propriétés de convergence en 

apprentissage par rapport aux réseaux superficiels, car ils peuvent capturer les 

interactions plus efficacement. On peut penser que l'augmentation de q dans les 

réseaux de neurones superficiel est similaire à la superposition de fonctions de base 

supplémentaires. D'autre part, en ajoutant plus de couches cachées, nous 

commençons à composer des fonctions, et des résultats récents montrent que la 

composition de fonctions peut améliorer les taux d'approximation polynomiale à des 

taux exponentiels, voir Grohs et Al.  

Pour l'estimation du paramètre de réseau 𝜽 = (𝛽0, … , 𝛽𝑞 , 𝑤1,0, … , 𝑤𝑞,𝑑)
′
∈

𝑅𝑞+𝟙+𝑞(𝑑+𝟙) (pour un hyperparamètre q donné), on a recours à la déviance de 

Poisson des observations D. Sous les hypothèses du modèle NN elle est donnée par 

ℒ(𝒟, 𝜽) =
1

𝑛
∑2

𝑛

𝑖=1

𝑁𝑖 [
𝜆(𝒙𝒊)𝑣𝑖
𝑁𝑖

− 1 − log (
𝜆(𝒙𝒊)𝑣𝑖
𝑁𝑖

)] 

 

On peut également utiliser une fonction de perte classique du type moyenne des 

racines carrées des erreur MSE ( Mean Squared Error )  

𝑀𝑆𝐸 = √∑
(𝜆𝑖̂ − 𝜆𝑖)

2

𝑛

𝑛

𝑖=1
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La minimisation de ℒ(𝒟, 𝜽) fournit l’estimateur de maximum de vraisemblance. 

Souvent, cet estimateur est difficile à trouver car la fonction 𝜽 ↦ ℒ(𝒟, 𝜽) est trop 

complexe. 

 Il est important de noter qu'en général, on n’est pas intéressés par trouver cet 

estimateur dans la base d’apprentissage car cela conduit généralement à un modèle 

sur-ajusté, c'est-à-dire que la déviance dans l’ensemble d’apprentissage peut être très 

faible mais la puissance prédictive le sera également. Ainsi, la partie difficile 

d’apprentissage des réseaux de neurones est de trouver un bon équilibre entre la 

minimisation des pertes dans l'échantillon et le surajustement du modèle. La 

méthode généralement utilisée pour trouver les paramètres de réseau optimaux est la 

méthode de descente de gradient, et pour ne pas sur-ajuster le modèle on va arrêter 

l'algorithme de descente de gradient au bon moment préalable (aussi appelé arrêt 

anticipé). D'autres méthodes utilisées pour empêcher le surajustement sont les 

termes de pénalité (comme la pénalisation de crête ou LASSO) voir Ferrario (2013).  

On va expliquer la méthodologie derrière l'algorithme de descente de gradient. Il est 

basé sur le développement limité de Taylor et vise à améliorer localement la 

fonction de perte en effectuant des étapes adaptatives optimales dans l'espace des 

paramètres.  

5. Descente du gradient 

Considérons le problème d'optimisation convexe lisse et sans contraintes de 𝑓 sous 

la forme de 

𝑚𝑖𝑛 𝑓(𝑥) 

où 𝑓: 𝑅𝑛 → 𝑅 est convexe et deux fois dérivable. 

Supposons que le problème admet une solution, on note la valeur minimale  

𝑓∗ = min
𝑥
𝑓 (𝑥) 

et la solution de minimisation 

𝑥∗ = argmin
𝑥
𝑓 (𝑥) 

Pour trouver 𝑥∗, une approche consiste à résoudre un système d'équation  

∇𝑓(𝑥∗) = 0 

qui n'est souvent pas facile à résoudre analytiquement. Par conséquent, un schéma 

itératif est davantage préféré : calcul d'une séquence de minimisation de points 

𝑥(0), 𝑥(1), … tel que 

𝑓(𝑥(𝑘)) → 𝑓(𝑥∗) 𝑞𝑢𝑎𝑛𝑑 𝑘 → ∞ 

L'algorithme s'arrête à certains moments lorsque l'erreur résiduelle entre la valeur 

actuelle et la valeur optimale se situe dans une zone de tolérance acceptable 

𝑓(𝑥(𝑘)) − 𝑝∗ ≤ 𝜖 
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La descente du gradient est un algorithme itératif produisant une séquence de 

minimisation 𝑥(𝑘) en répétant 

𝑥(𝑘) = 𝑥(𝑘−1) − 𝑡𝑘∇𝑓(𝑥
(𝑘−1)) 

Où 𝑘 = 1,2, …est le nombre indiquant l'itération, 𝑡𝑘 est la longueur du pas à 

l'itération k, et le 𝑥0 ∈ 𝑅
𝑛 initial est généralement donné. 

 On peut prouver que 

𝑓(𝑥(𝑘)) < 𝑓(𝑥(𝑘−1)) 

En appliquant un développement limité au premier ordre sur 𝑓(𝑥(𝑘)) comme suit  

𝑓(𝑥(𝑘)) = 𝑓 (𝑥(𝑘−1) − 𝑡𝑘∇𝑓(𝑥
(𝑘−1))) 

≈ 𝑓(𝑥(𝑘−1)) − 𝑡∇𝑓(𝑥(𝑘−1))
𝑇
∇𝑓(𝑥(𝑘−1)) 

≤ 𝑓(𝑥(𝑘−1)) 

Essentiellement, en suivant les points générés par cette descente, nous sommes 

assurés de nous rapprocher des valeurs optimales des fonctions. Cependant, cela 

dépend si la fonction est convexe ou non convexe pour atteindre l'optimum global 

ou les optima locaux (voir figure ci-dessous).  

 

 

 

 

Les chemins de descente de gradient avec différents points de départ sont illustrés 

par différentes couleurs. Dans le cas d'une fonction strictement convexe (voir la 

figure), les chemins de descente de gradient partant de n'importe quel point 

conduisent tous à l'optimum global. Inversement, dans le cas d'une fonction non 

convexe, différents départs peuvent aboutir à différents minima locaux. 

6. Interprétation de la descente de gradient 

Considérons maintenant une interprétation plus formelle de la descente de gradient. 

À chaque itération, on va passer de notre point actuel 𝑥 au point 𝑦 tel que 𝑓(𝑦) soit 

Figure 36 : GD d’une Fonction convexe Figure 35 : GD d’une Fonction non 
convexe 
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optimal. Puisque f est deux fois dérivable, on effectue un développement limité au 

deuxième ordre sur 𝑓(𝑦) pour avoir 

𝑓(𝑦) ≈ 𝑓(𝑥) + ∇𝑓(𝑥)𝑇(𝑦 − 𝑥) +
1

2
(𝑦 − 𝑥)𝑇∇2𝑓(𝜃(𝑥 − 𝑦) + 𝑦)(𝑦 − 𝑥) 

Ou 𝜃 ∈ [0; 1] 

En remplaçant ∇2𝑓(𝜃(𝑥 − 𝑦) + 𝑦) par  
1

𝑡
𝐼 on peut représenter 𝑓(𝑦) par  

𝑓(𝑦) ≈ 𝑓(𝑥) + ∇𝑓(𝑥)𝑇(𝑦 − 𝑥) +
1

2𝑡
|𝑦 − 𝑥|2

2 = 𝑔(𝑦) 

le premier terme est appelé approximation linéaire et le second est le terme de 

proximité. Principalement, le terme de proximité nous dit qu'il ne faut pas aller trop 

loin de 𝑥, sinon on obtient une plus grande valeur de 𝑓(𝑦). Pour trouver la valeur 

optimale de 𝑦, on résout l’équation  

∇𝑔(𝑦) = 0 ⇔ ∇𝑓(𝑥) +
1

𝑡
(𝑦 − 𝑥) = 0 ⇔ 𝑦 = 𝑥 − 𝑡∇𝑓(𝑥) 

La figure ci-dessous illustre ce mouvement d’optimisation. 

 

Figure 37 : La courbe continue représente f, et la courbe en pointillés représente g, qui est 
une approximation du second ordre de f au point bleu. 

7. Choix du pas  

Rappelons que la règle de mise à jour de descente du gradient nécessite une taille de 

pas 𝑡𝑘 contrôlant la quantité de gradient mise à jour jusqu'au point actuelle à chaque 

itération. Une stratégie naïve consiste à définir une constante 𝑡𝑘 = 𝑡 pour toutes les 

itérations. Cette stratégie pose deux problèmes. Un 𝑡 trop grand peut entraîner une 

divergence, ce qui signifie que la fonction d'apprentissage s'éloigne du point 

optimal. Un 𝑡 trop petit met plus de temps à converger. Une bonne sélection de 𝑡 
peut accélérer la convergence de l'algorithme, comme illustré dans les figures 

suivantes.  
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 Figure 38 : Divergence de l’algorithme GD pour un pas t trop grand 

 

 Figure 39 : Convergence très lente de l’algorithme GD pour un pas t trop petit 

 

Figure 40 : Convergence adéquate de l’algorithme GD pour un bon pas t 
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Par conséquent, nous avons besoin de bonnes stratégies pour sélectionner les tailles 

de pas appropriées. Deux stratégies sont la recherche de ligne de retour et la 

recherche de ligne exacte.  

8. Recherche de ligne de retour   

L'idée principale de cette stratégie est de choisir des tailles de pas pour réduire 𝑓 

approximativement. La stratégie est décrite comme suit.  

Premièrement on fixe deux paramètres 0 < 𝛽 < 1 𝑒𝑡  0 < 𝛼 ≤ 0.5.  

A chaque itération, on commence par 𝑡 =  1, et tant que 

𝑓(𝑥 − 𝑡∇𝑓(𝑥)) > 𝑓(𝑥) − 𝛼𝑡|∇𝑓(𝑥)|2
2 

On baisse t par 𝑡 = 𝛽𝑡. 

Quand 

𝑓(𝑥 − 𝑡∇𝑓(𝑥)) < 𝑓(𝑥) − 𝛼𝑡|∇𝑓(𝑥)|2
2 

On fait la mise à jour de la descente de gradient 

𝑥+ = 𝑥 − 𝑡∇𝑓(𝑥) 

Cette approche finira par converger. Pour un 𝑡 suffisamment petit, on peut avoir  

𝑓(𝑥 − 𝑡∇𝑓(𝑥)) ≈ 𝑓(𝑥) − 𝑡|∇𝑓(𝑥)|2
2 < 𝑓(𝑥) − 𝛼𝑡|∇𝑓(𝑥)|2

2 

Le paramètre 𝛼 contrôle la diminution de 𝑓 de la prédiction basée sur 

l'approximation linéaire, alors que 𝛽 contrôle le degré d'exhaustivité de la recherche 

de 𝑡. Des valeurs populaires suggéré dans le livre de B&V sont 

𝛼 ∈ [0.01; 0.3] 𝑒𝑡 𝛽 ∈ [0.1; 0.8] 

 

 

Figure 41 : Recherche de ligne en retour avec \alpha=\beta=0.5. 
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On peut voir dans cette figure que le pas est ajusté de manière appropriée après 

chaque itération (grande taille de pas aux premières itérations et continue de 

diminuer en se rapprochant des valeurs optimales). 

9. Recherche de ligne exacte 

La recherche de ligne de retour sélectionne la taille du pas pour réduire 

approximativement 𝑓. On peut également choisir la taille du pas pour faire le mieux 

possible dans la direction du gradient négatif. Cette stratégie est appelée recherche 

de ligne exacte. 

𝑡 = argmin
𝑠≥0

𝑓 (𝑥)𝑓(𝑥 − 𝑠∇𝑓(𝑥)) 

10. Analyse de convergence 

Supposons que 𝑓 soit convexe, dérivable avec 𝐷𝑓 = 𝑅
𝑛 et on considère le gradient 

de Lipschitz avec constante 𝐿 >  0. On a le théorème suivant.  

Théorème  

La descente de gradient avec un pas 𝑡 ≤
1

𝐿
  satisfait 

𝑓(𝑥(𝑘)) − 𝑓∗ ≤
|𝑥(0) − 𝑥∗|2

2

2𝑡𝑘
 

Preuve : voir Ryan Tibshirani (2015) 

Points à noter à partir de cette analyse de convergence : 

- On dit que la descente de gradient a un taux de convergence 𝑂 (
1

𝑘
),en d'autres 

termes, pour obtenir 𝑓(𝑥(𝑘)) − 𝑓∗ ≤ 𝜖 , nous avons besoin de 𝑂 (
1

𝜖
) 

itérations. 

- La condition du gradient de Lipschitz nous garantira un taux de convergence 

de 𝑂 (
1

𝑘
). 

 

11.  Résumé 

 L’initialisation du réseau de neurones est généralement faite d’une manière 

aléatoire. Le paramètre initial 

 𝜽 = (𝛽0, … , 𝛽𝑞 , 𝑤1,0, … , 𝑤𝑞,𝑑)
 
 

Est celui avec lequel le réseau va prédire les valeurs (dans notre cas les 

fréquences de sinistres) étant données des entrées (variables tarifaires). 

1- La valeur prédite 𝑦̂ au début est très différente de la valeur réelle.  

2- Une fonction de perte va quantifier cette différence.  

Les fonctions de perte populaire sont : déviance de poisson, MSE, AME … 

3- Améliorer la prédiction revient à minimiser cette fonction de perte.  
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4- La fonction de perte est fonction de 𝜽 = (𝛽0, … , 𝛽𝑞 , 𝑤1,0, … , 𝑤𝑞,𝑑)
 
. Pour la 

minimiser, l’algorithme le plus utilisée est celui de la descente de gradient (ou 

son alternative descente stochastique du gradient). 

 

III. Application 

1. Visualisation des données 

Pour des raisons de compatibilité avec l’interface graphique du tarificateur qui a été 

réalisée sous QtDesigner5, la partie implémentation numérique a été traitée sous 

python, pour la RCC, un traitement analogue peut être réalisé pour la RCM. 

Pour l’extrait de cet échantillon nous avons utilisé la fonction Head du module 

pandas de python. 

 

Tableau 13 : Echantillon de la base de données 

Où Valmax est la puissance fiscale du véhicule. 

Codage binaire des variables catégorique : réalisé par la fonction getDummies du 

module pandas de python. 

 

bd=pd.get_dummies(bd,drop_first=True) 

drop_first= true : lorsqu’on réalise un codage binaire, la variable catégorique en 

question sera décomposée en sous variables dont la sommes est égale à 1. Pour 

éviter ce problème de colinéarité totale des sous variables, on en élimine une qui va 

être considérée comme base de comparaison pour les autres. 

Comme expliqué précédemment, le codage binaire est une partie essentielle du 

traitement de données pour les variables catégoriques. 
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Base d’apprentissage et base de test 

Pour cette étape on a utilisé la fonction train_test_split du module tensorflow. On a 

considéré 10% de la base initiale comme base de test. 

 

#train test split 

Xclaimtrain, Xclaimtest, Yclaimtrain, Yclaimtest = train_test_split(Xclaim,Yclaim, 

test_size = 0.1, random_state = 0) 

 

 

Tableau 14 : Train test split de la base de données 

L’étape suivante consiste à ramener a même échelle les variables tarifaires : 

 

sc_claim = StandardScaler() 

Xclaimtrain_scaled = sc_claim.fit_transform(Xclaimtrain) 

Xclaimtrain_scaled=np.asarray(Xclaimtrain_scaled) 

Xclaimtest_scaled = sc_claim.transform(Xclaimtest) 

 

L’opérateur utilisé est la fonction standardscaler de tensorflow.  

Exemple : pour deux individus on observe des valeurs de leurs variables 

caractéristiques 

 

Visualisation des données d’apprentissage pour les charges de sinistres. Pour des 

raisons de représentativité graphique, on s’est limité aux montants inférieurs à 350 

000 MAD. 

Yclaimtrain=np.asarray(Yclaimtrain) 

Yclaimtest=np.asarray(Yclaimtest) 

plt.plot(Yclaimtrain.claim<350000) 



 Chapitre III : Les modèles linéaires généralisés et les réseaux de neurones                                                                                       

   

104 
 

 

 

Figure 42 : Charges de sinistres par observation tronquées à 350000 

 

 

Figure 43 : Graphes des charges et fréquences des sinistres RCC 
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Figure 44 : Graphes des charges et fréquences des sinistres RCM 

Commentaire : 

On remarque que pour les charges de sinistres, une évolution croissante au début, pour ensuite 

atteindre un sommet aux alentours des 6000MAD, puis une décroissance lente des charges. Cela 

traduit en effet la tendance à queue lourde des sinistres corporelle comparés aux sinistres matériels. 

Ces derniers s’estompent rapidement après des charges de l’ordre de 15 000 MAD. 

Analyse : 

D’après les figures précédentes, la loi qui semble appropriée dans le cas de la modélisation des 

fréquences est la loi de poisson/poisson avec inflation zéro. Pour les charges de sinistres, on 

privilégiera une loi gamma ou log-normal. 

2. Ajustement par GLM  

Code sous python : 

gamma_model = smf.glm(formula = 'claim ~ 

ville_carte+combus+valmax+sexe+Age_veh+Age_cond+Anc_permis+crm+anciennete_contr

at' 

                        , data=dfclaim, family=sm.families.Gamma()) 

glm_model=gamma_model.fit() 

 

 Figure 45 : Ajustement RCC de loi gamma par observation. 
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Commentaire et Analyse : 

Le graphe ci-dessous montre l’intérêt de modélisation par GLM plutôt que de se contenter 

par une modélisation monovariée.  

En effet celle-ci montre une variance dans l’intervalle [50 000 ;100 000], et donc offre une 

tranche de segmentation pour la charge de sinistres comme présentée sur la figure, de 

l’ordre 50 000 MAD. 

Notre objectif est donc d’avoir une tranche de segmentation la plus large dans la mesure 

du possible, pour cibler les individus des catégories les moins risqués, au détriment des 

individus risqués. 

Pour arriver à cette fin, on cherchera donc à avoir un modèle moins déviant (et donc plus 

précis), pour l’ajustement de nos données.  

On a eu donc recours aux méthodes par apprentissage, spécifiquement les réseaux de 

neurones avec les architectures présentés auparavant. 

 

3. Ajustement par réseau de neurones 

Code sous python 

#Initalisation du NN 

modelclaim = Sequential() 

#ajout des couches input et cachées  

modelclaim.add(Dense(9, activation = 'linear', input_dim = 92)) 

modelclaim.add(Dense(units = 7, activation = 'relu')) 

# ajout couche de sortie ( relu pour valeur positives uniquement) 

modelclaim.add(Dense(units = 1,activation = 'relu')) 

# Compiler le NN 

#loss : déviance de poisson peut aussi être utilisée 

modelclaim.compile(optimizer = sgd(learning_rate=0.001), loss = 

'mean_squared_error') 

#Ajustement NN 

history=modelclaim.fit(Xclaimtrain_scaled, Yclaimtrain, batch_size = 10, epochs = 

10)  
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Ce code est l’implémentation du réseau suivant  

 

Visualisation du (Epoch) d’apprentissage 

 

Figure 46 : Fonction de perte par itération 

Commentaire :  

Au début, la fonction de perte commence par une grande valeur, cela est en effet dû 

au choix aléatoire des poids initiaux. Au fur et à mesure que le modèle apprend et 

améliore ses paramètres par la méthode de descente de gradient (ou descente 

stochastique), cette fonction diminue pour atteindre un seuil stable. Apres environs 

la 40eme itération, la fonction de perte voit une baisse rapide et soudaine. 

Evidemment cela reflète un sur-ajustement du modèle.  

Notre modèle sera très performant en base d’entrainement, et très médiocre en base 

de test ou tout autre base hors celle d’apprentissage. On effectuera un arrêt anticipe 

(expliqué dans la section des réseaux de neurones), aux alentours de la 20 -ème à la 

40 -ème itération.  
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Figure 47 : Données réelles par observations. 

 

Figure 48 : Comparaison données prédite sur-ajustées données réelles, par observation. 

Commentaire :  

Ce graphe montre un sur-ajustement du modèle NN, en effet la prédiction des valeurs est très 

précise sur la base d’apprentissage, et médiocre sur la base de test. Pour éviter ce souci, on 

effectuera l’arrêt anticipé comme défini précédemment. 

 

Figure 49 : Fonction de perte fréquence de sinistres 
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Commentaire : 

La fonction de perte semble se stabiliser mieux avec ce nombre d’itération, tout en 

évitant un surapprentissage. On visualise donc notre modèle de prédiction pour les 

charges de sinistres :  

 

Figure 50 : Données réelles et données prédites avec NN pour charge sinistres par 
observation. 

On voit ici que le modèle ajuste assez bien les charges sinistres sans pour autant 

tomber dans le cas de sur-apprentissage. 

Le même traitement serait fait pour les frequence de sinistres. Pour des raisons de 

répresentation graphique on s’est limite aux frequence inferieur à 3. 

 

Figure 51 : Modèle sur-apprenti fréquence de sinistres. 
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Figure 52 : Fonction de perte fréquence de sinistres par itération. 

 

Figure 53 : Modèle adéquat fréquence de sinistres par observation 

4.  Comparaison entre les différents modèles 
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Figure 54 : Modélisation par GLM et NN 

Commentaire : 

Graphiquement, il est évident que le modèle NN offre une segmentation plus large 

que le modèle GLM, même si les valeurs restent quand même assez proches, cette 

extension du champ de segmentation peut offrir un net avantage dans le marché 

d’assurance qui vise à attirer les profils les moins risqués. 

Tableau 15 : Tableau de comparaison des modèles fréquence de sinistres 

Modèle  Déviance/Perte 

d’Apprentissage 

Déviance/Perte de Test 

GLM 0.217084 0.237543 

NN1 ( q=20 ) 0.113267 0.157446 

NN 2 (𝑞1=10, 𝑞2=7) 0.093438 0.130198 

 

Tableau 16 : Tableau de comparaison des modèles charges de sinistres échelle 109 

Modèle  Déviance/Perte 

d’Apprentissage 

Déviance/Perte de Test 

GLM 5.817 5.872 

NN1 (q=20) 4.751 4.709 

NN 2 (𝑞1=10, 𝑞2=7) 4.557 4.492 

 

Analyse et commentaire : 

Ces tableaux présentent la qualité d’ajustement des modèles proposés. On 

s’intéressera essentiellement à la déviance de test, qui représente la puissance 

prédictive du modèle. 

Que ce soit en modélisation de fréquence ou de charge, les réseaux de neurones 

présentent une déviance plus faibles comparé aux GLM, et par conséquent une 

puissance prédictive meilleur.  



 Chapitre III : Les modèles linéaires généralisés et les réseaux de neurones                                                                                       

   

112 
 

Aussi, comme expliqué précédemment, la différence de segmentation par NN est 

plus large (aussi faible soit cette différence, elle reste toujours utile). 

Ces tableaux offrent aussi des résultats intéressants, en comparant différent modèles 

NN, on remarque qu’un NN avec deux couches cachées présente dans notre cas un 

ajustement meilleur qu’un NN à une seule couche cache, en effet la puissance des 

NN vient du fait de leur capacités à capter des interactions non linéaires entre les 

variables tarifaires pour chaque architecture différente du réseau. Généralement Il 

est difficile de savoir à priori quelle architecture est la plus optimale pour la 

modélisation, car cela requiert une analyse très approfondie des données et des 

essais selon différentes approches pour aboutir un résultat adéquat. 
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Conclusion 

Cela fait 40 ans que les GLM dominent les méthodes de tarification non-vie, et plus 

particulièrement, la tarification automobile. Cependant, étant un marché très 

concurrentiel, la tarification automobile a toujours cherché à prédire le plus 

précisément possible, le taux et le coût des réclamations des assurés, et ce tout en 

garantissant équitabilité et justice de tarif. Cherchant à attirer de plus en plus de 

clients, segmenter le marché est donc devenue une nécessité absolue. Une 

segmentation optimale du marché va attirer des profils moins risqués au détriment 

des profils risqués. Les méthodes par apprentissage ont permis cette amélioration de 

segmentation et ont rapidement gagné en popularité auprès des actuaires, aux vues 

de leur prédiction plus précise et leur extension de champ de segmentation.  

On va donc conclure avec une petite initiation aux modèles très récents qui font la 

tendance des recherches actuarielles en ce moment : les modèles CANN ( 

Combined Actuarial Neural Network), et pour cela on se réfère à Jurg Schelldorfer 

et Mario V. Wuthricht (mars 2020).  

L’Idée de cette méthode est de combiner les modèles GLM et les modèles NN, en 

faisant intégrer les modèles GLM dans l’Architecture de notre réseau NN à travers 

une skip-connexion (Voir figure suivante) 

 

 Figure 55 : Architecture du modèle CANN 
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• Principe des méthodes CANN 

Soit 𝒳 ⊂ 𝑅𝑞𝟘 l’espace des variables tarifaires, et soit la fonction de régression : 

𝑥 ↦ λ(𝑥) = ⟨β, 𝑥⟩ + ⟨𝑤(𝐾+1), (𝑧(𝐾) ∘ ⋯ ∘ 𝑧(1))(𝑥)⟩ 

Où ⟨β, 𝑥⟩ est la fonction de régression du modèle GLM avec le vecteur de paramètre 

β, et ⟨𝑤(𝐾+1), (𝑧(𝐾) ∘ ⋯ ∘ 𝑧(1))(𝑥)⟩ est notre modèle initiale NN de paramètre θ. 

Noter que l'initialisation fournit exactement la prédiction MLE de la partie GLM du 

modèle CANN, c'est-à-dire qu'elle minimise la perte de déviance de Poisson.  

Si on commence l'algorithme de descente de gradient pour ajuster le modèle CANN 

dans cette valeur initiale, et si nous utilisons la perte de déviance de Poisson comme 

fonction de perte, alors l'algorithme explore l'architecture du réseau pour une 

structure de modèle supplémentaire qui n'est pas présente dans le GLM et qui 

diminue la déviance de Poisson initiale liée au paramètre du réseau. De cette façon, 

on obtient une amélioration du GLM par les propriétés du réseau de neurones. Cela 

fournit un moyen plus puissant d'utiliser les architectures des réseaux de neurones 

pour améliorer le GLM.  
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Conclusion générale 

 

L’objectif derrière l’introduction des méthodes d’apprentissage automatique en 

assurance non vie est de faciliter et améliorer la tarification.  

Dans ce mémoire on a commencé par décrire la situation du marché d’assurance 

dans le monde et au Maroc, ensuite nous avons introduit le principe de la 

tarification, les limites des GLM et l’apport des méthodes de machine Learning et à 

la fin du premier chapitre nous avons effectué un traitement des données. 

Ceci nous a permis d’introduire les méthodes de régressions et de classification 

basées sur les arbres de décisions et aussi réaliser une implémentation et une 

comparaison de ces méthodes. 

Dans le dernier chapitre, on a présenté d’abord le cadre théorique des modèles 

linéaires généralisés, puis celui des réseaux de neurones. Dans la deuxième partie on 

a effectué une implémentation numérique de ces modèles avant de les comparer. 

Pour les méthodes CART, le modèle de Random Forest donne les meilleurs 

résultats. Les résultats des réseaux de neurones nous poussent à étudier davantage et 

essayer d’optimiser ces techniques. 

On ne peut pas généraliser ces résultats, En effet, la qualité et la performance de ces 

modèles sont fortement liés à la fiabilité des données.       

Dans ce mémoire, les méthodes statistiques utilisées pour comparer les algorithmes 

permettent d’évaluer la capacité prédictive de ces derniers. Or dans le pratique ce 

qui intéresse l’assureur, c’est de choisir le modèle qui améliore la rentabilité du 

portefeuille. Ce qui nécessite une étude de rentabilité pour chaque modèle. 

Dans notre cas, les résultats obtenus sont largement suffisants pour pouvoir utiliser 

les algorithmes dans notre tarificateur en cours de construction (voir Annexe 2) 

Pour conclure, les limites des modèles linéaires (ces méthodes présupposent une 

forme particulière des risques et de leurs interactions) poussent les assureurs à 

utiliser les méthodes de machine Learning. Néanmoins ces méthodes présentent 

aussi des problèmes notamment celui de surapprentissage. Ce qui explique 

l’émergence des algorithmes hybrides qui combine les modèles linéaires avec les 

méthodes d’apprentissage statistique.  

Partout dans le monde et notamment au Maroc, les assureurs commencent à utiliser 

ces techniques de machine Learning dans la modélisation du risque (tarification, 

provisionnement…). Des professionnels jugent que les méthodes de machine 

Learning seront au cœur de l’assurance et du métier d’actuariat très prochainement. 

Mais la question qui se pose maintenant, est-ce-que l’utilisation de ces méthodes est 

suffisante pour pousser les assureurs marocains à se lancer dans une compétition sur 

le tarif de la RC automobile ?    
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Annexe 1 :  

Description des bases de donnéess dans leurs états bruts : 

La base production : 

 

La base sinistre : 
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Statistique descriptive des variables tarifaires après traitement : 

 

Classification des variables tarifaires par CART :  
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Annexe 2 :  

Capture d’écran du tarificateur en cours de construction (les valeurs sont à titre indicatif ) 
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